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摘　要：机械系统存在的外部环境干扰、变工况条件以及无法直接测量等因素，导致获取的数据常常不满足传统机器学习的两
个前提：训练与测试数据分布相同以及目标诊断数据量充足，从而影响诊断模型的泛化能力。针对上述问题，提出一种基于辅

助数据的增强型最小二乘支持向量机（ＬＳＳＶＭ）迁移学习策略，用于数据量不足时的轴承故障诊断。其中利用递归定量分析
（ＲＱＡ）提取非线性特征并与传统时域特征相结合以提高诊断精度。诊断分类器通过改进传统ＬＳＳＶＭ模型，在原目标函数和约
束条件中分别增加辅助集的惩罚函数和约束条件，最终得到加入辅助集的函数估计，从而将该算法推广至迁移学习。此外，类

内类间距离指标用于描述特征区分性，并提出４种辅助数据集的使用方法，从而构建迁移学习为框架的诊断模型。球形轴承的
振动信号试验结果表明，相比传统机器学习，在目标振动数据较少条件下所提模型在轴承故障诊断时性能提升显著。
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１　引　　言

轴承作为旋转机械的重要部件之一，在现代工业中

应用广泛，对其故障诊断不仅能保证机械设备平稳高效

运行，而且能及时检测并排除运行过程出现的突发问题，

有效防止重大事故发生［１］。目前轴承故障诊断大多基于

机械振动信号的获取、检测与分析，主要包括数据采集、

特征提取以及故障分类等操作步骤［２］。其中，故障分类

可通过支持向量机［３４］（ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，ＳＶＭ）、Ｋ
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最近邻分类［５］（Ｋｎｅａｒｅｓｔｎｅｉｇｈｂｏｒ，ＫＮＮ）等传统机器学
习算法实现。基于统计学理论（ｓｔａｔｉｓｔｉｃａｌｌｅａｒｎｉｎｇｔｈｅｏｒｙ，
ＳＬＴ）发展而来的 ＳＶＭ具有出色的泛化、学习和推广能
力；最小二乘支持向量机（ｌｅａｓｔｓｑｕａｒｅｓｓｕｐｐｏｒｔｖｅｃｔｏｒ
ｍａｃｈｉｎｅ，ＬＳＳＶＭ）是 ＳＶＭ在二次损失函数下的一种形
式，简化了运算，因此在故障诊断领域应用广泛。如杨先

勇等人［６］将局域波法和核主元分析－最小二乘支持向量
机（ｋｅｒｎｅｌｐｒｉｎｃｉｐａｌｃｏｍｐｏｎｅｎｔａｎａｌｙｓｉｓＬＳＳＶＭ，ＫＰＣＡ
ＬＳＳＶＭ）相结合用于滚动轴承故障诊断；隋文涛等人［７］将

模拟退火与ＬＳＳＶＭ相结合用于轴承故障模式识别；熊庆
等人［８］将轴承振动信号经α稳定分布参数估计提取特征
后，用经过粒子群优化算法进行参数优化后的ＬＳＳＶＭ成
功检测出了轴承不同故障位置及不同损伤程度。这些方

法表明ＬＳＳＶＭ能有效地用于轴承故障诊断，但是其分类
有效要求两个前提：１）训练数据与测试数据分布相同；
２）目标诊断数据量充足［９１０］。而实际工业系统中普遍存

在的复杂工况环境，往往导致目标诊断数据无法直接获

取、训练数据与测试数据分布特性存在一定的差异，这些

都会降低传统机器学习故障诊断模型的泛化能力，甚至

使得模型不再适用。

为解决上述数据量不足以及特征差异的问题，大多

数机器学习算法采用对目标轴承故障样本进行重新标记

来解决，但其需要大量实验及专业知识，而且工业环境中

外在摩擦力、工况等因素的变化［１１］，并不能保证采集到

的标记数据和目标轴承故障数据分布一致，降低了诊断

结果的可信度。该局限性促使相关研究者探索新的针对

复杂环境工况的轴承故障诊断方法：ＺｈａｎｇＳ等人［１２］提

出一种近邻保持嵌入（ｎｅｉｇｈｂｏｒｈｏｏｄｐｒｅｓｅｒｖｉｎｇｅｍｂｅｄｄｉｎｇ，
ＮＰＥ）与自组织映射网络（ｓｅｌｆｏｒｇａｎｉｚｉｎｇｍａｐ，ＳＯＭ）的组
合方法来解决变转速变负载轴承的故障诊断和退化评估

问题；ＴｉａｎＹ等人［１３］也提出一种基于局部均值分解

（ｌｏｃａｌｍｅａｎｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＬＭＤ）、奇异值分解（ｓｉｎｇｕｌａｒ
ｖａｌｕｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＳＶＤ）与极端学习机（ｅｘｔｒｅｍｅｌｅａｒｎｉｎｇ
ｍａｃｈｉｎｅ，ＥＬＭ）相结合的诊断模型来克服环境因素的影
响，两者均取得了良好的诊断效果，但方法实质是改进故

障诊断中的特征提取方法，后续分类采用传统机器学习，

故不能克服其存在的局限性。自１９９５年ＮＩＰＳ专题研讨
会“ＬｅａｒｎｉｎｇｔｏＬｅａｒｎ”以来，迁移学习作为一种跨领域、
跨任务的学习方法，在机器学习领域中引起了越来越多

学者的关注。其基本思想是：针对单独目标训练数据无

法训练出泛化能力高的机器学习模型的情况，充分利用

与目标数据不同但相关的辅助数据的知识，以提高机器

学习算法在目标领域上的性能［１４１５］。迁移学习目前已广

泛应用［１６］于文档分类、计算机视觉和搜索排序等领域并

取得了显著效果。

受上述研究启发，考虑在外部环境干扰以及无法直

接获取目标轴承振动数据时，引入与目标数据相似的辅

助轴承数据，在此基础上提出一种基于辅助数据的改进

ＬＳＳＶＭ迁移学习方法，以提升目标轴承的故障诊断性
能。同时，将时域特征与基于递归定量分析（ｒｅｃｕｒｒｅｎｃｅ
ｑｕａｎｔｉｆｉｃａｔｉｏｎａｎａｌｙｓｉｓ，ＲＱＡ）的非线性特征相结合用于轴
承振动信号分析，为迁移学习提供具备足够故障区分能

力的特征，用于提高故障诊断的准确性。

２　基于ＲＱＡ的特征提取方法

２．１　递归定量分析原理

递归定量分析的特征提取以相空间重构为基础，设

长度 Ｎ的轴承振动序列信号为｛ｘ（１），ｘ（２），…，
ｘ（Ｎ）｝，对其采用坐标延迟［１７］获取对应的重构相空间

为：

Ｘ（ｉ）＝｛ｘ（ｉ），ｘ（ｉ＋τ），…，ｘ（ｉ＋（ｍ－１）τ）｝（１）
式中：ｉ＝１，２，…，Ｎ－（ｍ－１）τ，τ为延迟时间，ｍ为嵌
入维数，Ｘ（１），Ｘ（２），…，Ｘ（Ｎ（ｍ－１）τ）为重构相空间
中的向量。同时构建相空间的递归矩阵，如式（２）所示。

Ｒｉ，ｊ＝Θ（ε－ Ｘ（ｉ）－Ｘ（ｊ））＝
１， ε＞ Ｘ（ｉ）－Ｘ（ｊ）
０， ε＜ Ｘ（ｉ）－Ｘ（ｊ{

）
（２）

式中：ｉ，ｊ＝１，２，…，Ｎ－（ｍ－１）τ；Θ（·）为单位阶跃函数；
ε为递归阈值。对于固定递归阈值 ε，将重构空间中任
意两个向量Ｘ（ｉ）、Ｘ（ｊ）代入上述公式，可得到 Ｎ×Ｎ距
离矩阵对应的０～１矩阵，如用黑点表示（ｉ，ｊ）坐标下 Ｒｉ，ｊ
＝１的值，构成递归图，便可以图形形式直观描述时间序
列的递归特性。时间序列的递归特性依赖于递归点的几

何形状，但递归图只能定性地描述系统的动力学特性。

ＲＱＡ是一种以递归图为基础的非线性指标量化方
法［１８］，其通过从递归图点密度和线结构中提取递归率

（ｒｅｃｕｒｒｅｎｔｒａｔｅ，ＲＲ）、确定性（ＤＥＴ）、递归熵（ＥＮＴＲ）、层
流率（ＬＡＭ）等有效的特征参数，从而定量地描述振动时
间序列的动态特性。上述４个参数的基本含义及计算方
法如表１所示。

表１中，Ｎｍ ＝Ｎ－（ｍ－１）τ表示重构相空间中向量
个数，Ｐ（ｌ）表示平行于主对角线线段中长度为 ｌ的分布
概率，ｌｍｉｎ、ｌｍａｘ分别表示４５°线的最小、最大长度，Ｐ（ｖ）
表示垂直线段中长度为 ｖ的线段分布概率，ｖｍｉｎ、ｖｍａｘ分
别表示垂直线段的最小、最大长度。ＲＲ主要描述递归
图中递归点的密度；ＤＥＴ主要描述平行于主对角线线
段的递归点数与总递归点数的比值；ＥＮＴＲ指标主要基
于对角线长度频率分布的香农熵；ＬＡＭ主要描述递归
图中垂直线段的递归点数与所有垂直结构包含的递归

点数的比值。



　第１期 陈　超 等：改进ＬＳＳＶＭ迁移学习方法的轴承故障诊断 ３５　　　

表１　四种参数的定义及计算方法
Ｔａｂｌｅ１　Ｔｈｅｄｅｆｉｎｉｔｉｏｎａｎｄｃａｌｃｕｌａｔｉｏｎｍｅｔｈｏｄｓｏｆｆｏｕｒｐａｒａｍｅｔｅｒｓ

参数 定义 计算方法

递归率 递归点在图上所占据的相对数量 ＲＲ＝ １Ｎ∑
Ｎｍ

ｉ，ｊ＝１
Ｒｉ，ｊ

确定性 递归图中平行于主对角线线段的递归点点数与总递归点数的比值 ＤＥＴ＝
∑
ｌｍａｘ

ｌ＝ｌｍｉｎ
ｌＰ（ｌ）

∑
Ｎｍ

ｉ，ｊ＝１
Ｒｉ，ｊ

递归熵 对角线结构长度分布的香农熵 ＥＮＴＲ＝－∑
Ｎｍ

ｌ＝ｌｍｉｎ
ｐ（ｌ）ｌｎｐ（ｌ）

层流性 构成递归图中垂直线段的递归点与总的递归点的百分比 ＬＡＭ ＝
∑
ｖｍａｘ

ｖ＝ｖｍｉｎ
ｖＰ（ｖ）

∑
ｖｍａｘ

ｖ＝１
ｖＰ（ｖ）

　　从物理意义上来说，ＲＲ反映了轴承振动信号中特定
状态出现的概率，ＥＮＴＲ表征轴承振动信号的随机程度，
而ＤＥＴ和ＬＡＭ指标主要表征振动信号发散程度，能够
有效区分少数发散递归点与其它有规律特定图案的递归

点之间的特征。因此，在实际变工况环境下，上述 ＲＱＡ
参数均能反映系统动力学特征以及轴承振动信号中的物

理共性，故可作为故障诊断的特征参数。

２．２　轴承故障特征提取

轴承故障诊断中，时域分析法应用普遍，其直接统计

与获取振动信号的幅值变化规律［１９］。然而实际工业环

境的外在摩擦力与负载因素使得时域振动信号呈现非线

性，单独时域指标无法更好的描述振动信号的物理特性，

故将时域统计分析方法中的峰峰值、有效值、方差和峭度

指标与ＲＱＡ中的递归率、确定性、层流性和递归熵指标
相结合，组成轴承振动信号的特征向量，并使用类内类间

距离来计算所提取特征的可分性指标，便于评估目标轴

承数据与辅助轴承数据间进行迁移的能力，步骤如下。

１）采用时域统计分析方法从轴承振动信号中提取出
峰峰值、有效值、方差和峭度指标。

２）采用坐标延迟的相空间重构方法对时域振动信号
进行相空间重构，并构建递归图，提取 ＲＲ、ＤＥＴ、ＬＡＭ、
ＥＮＴＲ指标，并与步骤１）所提取的４个特征值融合，构成
８维的特征向量。

３）采用类内类间距离判据衡量步骤２）所提取特征
的可分性指标Ｆ［２０］：

Ｆ＝
Ｓｂ
Ｓｗ
，　Ｓｂ ＝∑

ｃ

ｉ＝１
Ｐｉ（ｕｉ－ｕ０）（ｕｉ－ｕ０）

Ｔ，

Ｓｗ ＝∑
ｃ

ｉ＝１
ＰｉΣｉ，Σｉ＝Ｅ［（ｘｉ－ｕｉ）（ｘｉ－ｕｉ）

Ｔ］ （３）

式中：ｃ为类别数，Ｓｗ为类内散布矩阵，Ｓｂ为类间散布矩
阵，Ｐｉ为第ｉ类的先验概率，Σｉ为第ｉ类的协方差矩阵，
ｕｉ表示第ｉ类样本集的均值向量，ｕ０为全局均值向量。Ｆ
值越大表示ｃ类故障的可区分性越好。

需要指出：相空间重构是进行信号递归定量分析的

首要步骤，坐标延迟的相空间重构方法中延迟时间 τ和
嵌入维数ｍ对结果有着不同的影响，可利用互信息法和
虚假临近点法［２１］求得；传统时域统计分析中包括有量纲

指标和无量纲指标两大类。有量纲指标中，均方根描述

振动信号的能量，稳定性、重复性好［２２］，同时随着故障的

增大，均方根值、方差及峰峰值均会不同程度地改变。无

量纲指标中，峭度对早期故障最为敏感的［２３］，故选用上

述指标作为轴承故障信号的时域特征。

试验选取１７５０ｒ／ｍｉｎ、２马力负载的条件下，健康轴
承和内圈故障直径为０．３５５６ｍｍ的振动信号，如图１所
示。接着对这两种振动信号分别进行相空间重构，如

图２所示，图２中可以看出随着故障的出现，相应的递归
图有着明显变化，且递归点增多聚集。提取表１中４个
ＲＱＡ特征参数，采用类内类间距离判据比较基于ＲＱＡ与
时域融合的特征对可分性指标的提升。其中，基于 ＲＱＡ
与时域相结合的特征可分性指标Ｆ１＝１７．３３５０、基于ＲＱＡ
特征可分性指标Ｆ２＝１４．０４５８以及时域特征的可分性指
标Ｆ３＝７．４５５７，Ｆ１＞Ｆ２＞Ｆ３，即基于ＲＱＡ与时域结合的
特征提取方法优于单独ＲＱＡ特征以及时域方法。
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图１　轴承不同故障振动信号
（转速：１７５０ｒ／ｍｉｎ，负载：２ＨＰ）

Ｆｉｇ．１　Ｂｅａｒｉｎｇｖｉｂｒａｔｉｏｎｓｉｇｎａｌｏｆｄｉｆｆｅｒｅｎｔｆａｕｌｔｔｙｐｅｓ
（Ｓｐｅｅｄ：１７５０ｒ／ｍｉｎ，Ｌｏａｄ：２ＨＰ）

图２　轴承不同故障振动信号对应的递归图
Ｆｉｇ．２　Ｔｈｅｒｅｃｕｒｒｅｎｃｅｐｌｏｔｏｆｖｉｂｒａｔｉｏｎｓｉｇｎａｌｕｎｄｅｒ

ｄｅｆｅｒｅｎｔｆａｕｌｔｔｙｐｅｓ

３　基于迁移学习的轴承故障诊断

３．１　基本定义

针对目标轴承故障诊断振动数据较少，通过传统机

器学习无法构建泛化能力高的故障诊断模型情况，采用

迁移学习手段，通过引入大量与目标轴承分布特性不同

但相关的辅助轴承故障数据来帮助实现故障诊断，如利

用相邻轴承或不同工况下目标轴承振动数据来帮助构建

故障分类模型。

设训练数据集为：

Ｔ＝｛Ｔｐ，Ｔａ｝；Ｔｐ ＝｛（ｘ
ｐ
ｉ，ｙ

ｐ
ｉ）｝，ｉ＝１，２，…，Ｎｐ；

Ｔａ ＝｛（ｘ
ａ
ｉ，ｙ

ａ
ｉ）｝，ｉ＝１，２，…，Ｎａ （４）

式中：Ｔｐ和Ｔａ为目标和辅助振动训练数据集；ｘ
ｐ
ｉ和ｙ

ｐ
ｉ分

别为目标振动训练数据集中第ｉ个样本的特征向量和对
应的故障标识，ｘａｉ和ｙ

ａ
ｉ分别为辅助振动训练数据集中第

ｉ个样本的特征向量和对应的故障标识；Ｎｐ和Ｎａ分别为
目标和辅助振动数据集样本数，一般Ｎｐ ＜＜Ｎａ。基于辅
助集的迁移学习分类器设计目的是：通过辅助集的帮助，

解决目标振动训练样本不足的问题，提高分类模型的精

度。

３．２　改进ＬＳＳＶＭ模型

基于辅助数据集的迁移算法［２４］通过利用与目标集

不同的辅助数据集合来提高分类器的分类精度。该方法

适用于目标训练样本不足以训练出一个分类精度较高的

分类器的情况，通过辅助数据集的帮助，使得分类器在小

样本的学习过程中，逐步提高分类精度。

大多数机器学习的目的是寻求最优化的预测值

ｈ（ｘｉ），使得 ｈ（ｘｉ）与真实标签 ｙｉ之间的损失函数
Ｌ（ｈ（ｘｉ），ｙｉ）最小，通常可以表示为优化问题：

ｍｉｎ　Ｊ（ｈ）＝∑
ｉ
Ｌ（ｈ（ｘｉ），ｙｉ）＋λＤ（ｈ） （５）

为了实现迁移学习，基于辅助数据集的迁移算法对

目标函数进行了改进，在原有目标函数的基础上，加入辅

助集的损失函数，可表示为：

ｍｉｎ　Ｊ′（ｈ）＝

∑
ＮＰ

ｉ
Ｌ（ｈ（ｘＰｉ），ｙ

Ｐ
ｉ）＋γ∑

Ｎａ

ｉ
Ｌ（ｈ（ｘａｉ），ｙ

ａ
ｉ）＋λＤ（ｈ） （６）

式中：Ｎｐ和Ｎａ分别为目标和辅助振动数据集样本数，
Ｄ（ｈ）为防止过学习而设置的惩罚函数，γ和λ为平衡各
部分损失的参数。

对ＳＶＭ算法，可采用将目标集与辅助集同时学习的
策略，即在原规划的目标函数和约束条件中，分别增加辅

助集的惩罚函数和约束条件，使 ＳＶＭ在迭代学习的过程
中，受到辅助集的影响，从而提高其分类精度。上述研究

借助二次规划来求解向量，而 ＬＳＳＶＭ在保持 ＳＶＭ优点
的基础上，通过用误差平方代替原来的松弛变量，将二次

规划的求解问题转化为求解线性方程组，从而简化运

算［２５］。受此启发，对ＬＳＳＶＭ进行针对性的改进，提出了
基于辅助集的改进ＬＳＳＶＭ模型。

根据 ＬＳＳＶＭ理论，假设有非线性函数 φ（ｘｉ），可以
将输入空间Ｒｎ映射到一个高维特征空间 Ｚ。非线性函
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数的空间估计特性为：

ｙ（ｘ）＝ωＴφ（ｘ）＋ｂ （７）
式中：ω∈Ζ，ｂ∈Ｒ，且ω和ｂ是待确定的参数。
１）针对不含辅助数据集的训练样本 Ｔｐ，优化问题

式（５）变为：

ｍｉｎ
ω，ｅ
Ｊ（ω，ｅ）＝１２ω

Ｔω＋
γｐ
２∑

Ｎｐ

ｉ＝１
ｅ２ｉ，　γｐ ＞０

ｓ．ｔ．　ｙｉ｛ω
Ｔφ（ｘｉ）＋ｂ｝＝１－ｅｉ，　ｉ＝１，２，…，Νｐ（８）

式中：γｐ为正则化系数，ｅｉ为误差函数。
２）针对含辅助数据集 Ｔａ的训练样本 Ｔ，优化问题

式（６）变为：

ｍｉｎ
ω，ｅ
　Ｊ（ω，ｅ）＝１２ω

Ｔω＋
γｐ
２∑

Ｎｐ

ｉ＝１
ｅ２ｉ＋

γａ
２∑

Ｎｐ＋Ｎａ

ｉ＝Ｎｐ＋１
ｅ２ｉ

ｓ．ｔ．　ｙｉ｛ω
Ｔφ（ｘｉ）＋ｂ｝＝１－ｅｉ　ｉ＝１，２，…，Νｐ

ｙｉ｛ω
Ｔφ（ｘｉ）＋ｂ｝＝１－ｅｉ　ｉ＝Νｐ＋１，…，Νｐ＋Νａ

（９）
式中：γｐ、γａ分别为目标数据和辅助数据的正则化系数，
均大于０，ｅｉ为误差函数。

优化问题式（９）的求解步骤如下：
（１）构建Ｌａｇｒａｎｇｅ函数如下：

Ｌ（ω，ｂ，ｅ，ａ）＝Ｊ（ω，ｅ）－∑
Ｎｐ

ｉ＝１
ａｉ｛ｙｉ（ω

Ｔφ（ｘｉ）＋ｂ）－

１＋ｅｉ｝－∑
Ｎａ＋Ｎｐ

ｉ＝Ｎｐ＋１
ａｉ｛ｙｉ（ω

Ｔφ（ｘｉ）＋ｂ）－１＋ｅｉ｝ （１０）

式中：ａｉ∈Ｒ（ｉ＝１，２，…，（Ｎｐ＋Ｎａ））为Ｌａｇｒａｎｇｅ因子，
符号不受限制。

（２）对Ｌ分别求（ω，ｂ，ｅ，ａ）的偏微分，并令其为零，
如下式所示：

　

Ｌ
ω
＝ω－∑

Ｎｐ＋Ｎａ

ｉ＝１
ａｉｙｉφ（ｘｉ）＝０

Ｌ
ｂ
＝∑

Ｎｐ＋Ｎａ

ｉ＝１
ａｉｙｉ＝０

Ｌ
ｅｉ
＝０ａｉ＝

γｐｅｉ，　ｉ＝１，２，…，Ｎｐ
γａｅｉ，　ｉ＝Ｎｐ＋１，Ｎｐ＋２，…，Ｎｐ＋Ｎ

{
ａ

Ｌ
ａｉ
＝０ｙｉ（ω

Ｔφ（ｘｉ）＋ｂ）－１＋ｅｉ＝













 ０

（１１）
（３）整理式（１１），并消去变量ω和ｅｉ，最终得到如下

矩阵形式：

０ ＹＴ

Ｙ Ω＋γ－
[ ]１ ｂ[ ]ａ＝

０[ ]Ｉ （１２）

令Ｍ ＝Ｎｐ＋Ｎａ，式（１２）中：Ｙ＝［ｙ１，ｙ２，…，ｙＭ］
Ｔ；

Ｉ＝［１，１，…，１］Ｍ×１；ａ＝［ａ１，ａ２，…，ａＭ］
Ｔ；Ω是一个Ｍ×

Ｍ对称矩阵，且Ωｉｊ＝ｙｉｙｊφ（ｘｉ）
Ｔφ（ｘｊ）＝ｙｉｙｊＫ（ｘｉ，ｘｊ），Ｋ

为核函数，γ＝ｄｉａｇ｛γｐ，…，γ{ ｐ

Ｎｐ

，γａ，…，γ{ ａ

Ｎａ

｝

利用式（１３）求得参数ａ和ｂ。
ｂ[ ]ａ＝

０ ＹＴ

Ｙ Ω＋γ－
[ ]１

－１ ０[ ]Ｉ （１３）

（４）得到加入辅助集的改进 ＬＳＳＶＭ函数估计表达
式：

ｙ（ｘ）＝ｓｇｎ（∑
Ｎｐ＋Ｎａ

ｉ＝１
ａｉｙｉＫ（ｘｉ，ｘ）＋ｂ） （１４）

综上，基于改进 ＬＳＳＶＭ迁移学习的基本策略是：在
ＬＳＳＶＭ原有的优化问题基础上，通过在原目标函数和约
束条件中分别增加辅助集的惩罚函数和约束条件，实现

迁移的目的。根据此原理，考虑４种辅助集的使用方法。
方法１　将优化目标函数中的γａ置为０，删除掉第２

个约束条件，其意义在于仅通过有限的目标振动数据构

建分类决策模型，没有使用大量的辅助数据，效果等同于

标准ＬＳＳＶＭ。
方法２　将优化目标函数中的γｐ置为０，删除掉第１

个约束条件，这样将式（９）变为：

ｍｉｎ
ω，ｅ
Ｊ（ω，ｅ）＝１２ω

Ｔω＋
γａ
２∑

Ｎａ

ｉ＝１
ｅ２ｉ，　γａ ＞０

ｓ．ｔ．　ｙｉ｛ω
Ｔφ（ｘｉ）＋ｂ｝＝１－ｅｉ，　ｉ＝１，２，…，Νａ

（１５）
相比方法１，方法２仅通过辅助振动数的训练来据构

建分类决策模型，无法保证该模型在目标数据上的分类

效果。

方法３　设将优化目标函数中γａ ＝γｐ，约束条件保
持不变，在设辅助振动数据和目标振动数据完全等价的

基础上，基于辅助振动数据和目标振动数据训练出来的

分类模型，当目标振动数据样本极少时，方法３近似等价
于方法２，同理，当辅助振动数据样本极少时，方法３近似
等价于方法１。

方法４　完整保留式（９）的基础上，通过交叉验证对
目标函数中的γａ和γｐ进行优化，约束条件保持不变，在
衡量辅助振动数据和目标振动数据之间异同性的基础

上，基于辅助振动数据和目标振动数据训练出来的分类

模型。

最后，轴承故障的多分类可通过构造和结合多个两

类分类器实现［２６］。相对于“一对多”和“一对一”方式，

决策二叉树法先将所有类别划分为两个子类，每个子类

又划分为两个子类，以此类推，直到划分出最终类别，仅

需要构造Ｋ－１个子分类器（Ｋ为类别数）。因此，本文采
用决策二叉树法实现多分类。

４　实验研究与性能分析

４．１　实验环境与参数

实验数据来自美国凯斯西储大学轴承数据中心，振
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动信号由图３所示的轴承测试系统测得，系统由２马力
的电机（左），测力计（右）以及控制电路组成，轴承型号

为ＳＫＦ６２０５。轴承为单一损伤，是由电火花机分别在轴
承内圈、滚珠和外圈加工制成，损伤直径分别为０．１７７８、
０．３５５６、０．５３３４和０．７１１２ｍｍ。将１６通道的加速度传
感器垂直固定在电机输出轴支撑轴承上方的壳上进行数

据采集，采样频率为１２ｋＨｚ。

图３　轴承测试系统
Ｆｉｇ．３　Ｔｈｅｂｅａｒｉｎｇｔｅｓｔｓｙｓｔｅｍ

选取１７５０ｒ／ｍｉｎ、２马力负载的条件下，故障直径分
别为０．３５５６ｍｍ的内圈、外圈、滚珠故障作为目标数据；
１７７２ｒ／ｍｉｎ、１马力负载的条件下，故障直径分别为
０．３５５６ｍｍ的内圈、外圈、滚珠故障作为辅助数据。根据
式（３），相应的可分性参数如表２和３所示。

表２　目标数据不同类别间的可分性参数
Ｔａｂｌｅ２　Ｔｈｅｓｅｐａｒａｂｉｌｉｔｙｏｆｄｉｆｆｅｒｅｎｔｃａｔｅｇｏｒｉｅｓ

ｗｉｔｈｉｎｔａｒｇｅｔｄａｔａ

　特征
类别　

时域指标 ＲＱＡ
ＲＱＡ＋时域
统计参数

内圈与外圈 Ｆ＝０．０１１６ Ｆ＝３．５３２７×１０－６ Ｆ＝０．０５９０

内圈与滚珠 Ｆ＝０．０７２５ Ｆ＝０．１８１６ Ｆ＝２．０２１４

外圈与滚珠 Ｆ＝０．１３２６ Ｆ＝０．１４２４ Ｆ＝１．８５００

表３　目标数据与辅助数据间同类别的可分性参数
Ｔａｂｌｅ３　Ｔｈｅｓｅｐａｒａｂｉｌｉｔｙｏｆｔｈｅｓａｍｅｃａｔｅｇｏｒｙ
ｂｅｔｗｅｅｎｔａｒｇｅｔｄａｔａａｎｄａｕｘｉｌｉａｒｙｄａｔａ

　特征
类别　

时域指标 ＲＱＡ
ＲＱＡ＋时域
统计参数

内圈与内圈 Ｆ＝２７．６４６７ Ｆ＝５２．４８７３ Ｆ＝１０．７７４０

外圈与外圈 Ｆ＝５．５２８９ Ｆ＝６．５１６０ Ｆ＝２．５２４４

滚珠与滚珠 Ｆ＝３４．０６８８ Ｆ＝０．１１４０ Ｆ＝９．２６７×１０－４

由表２可以看出，相比时域方法和 ＲＱＡ，ＲＱＡ与时
域统计参数融合方法提高了目标轴承数据不同类别间的

可分性。同理，表３中，相比时域方法和 ＲＱＡ，ＲＱＡ与时
域统计参数结合方法降低了目标轴承与辅助轴承间同类

别的可分性，更有利于迁移学习的实现。

４．２　特征提取与性能分析

１）辅助集使用方法性能分析
采用上节讨论过的 ４种辅助集不同使用方法，将

１７５０ｒ／ｍｉｎ、２马力负载的条件下，故障直径分别为
０．３５５６ｍｍ的内圈、外圈、滚珠故障作为目标数据；
１７７２ｒ／ｍｉｎ、１马力负载的条件下，故障直径分别为
０．３５５６ｍｍ的内圈、外圈、滚珠故障作为辅助数据。同时
辅助样本为目标样本５倍，目标数据量以及不同的辅助
集使用方法对诊断结果影响如表４所示。

表４　故障诊断正确率
Ｔａｂｌｅ４　Ｔｈｅａｃｃｕｒａｃｙｏｆｆａｕｌｔｄｉａｇｎｏｓｉｓ

（％）

目标样本数 方法Ⅰ 方法Ⅱ 方法Ⅲ 方法Ⅳ

３组 ５２．３１ ７６．７１ ８１．６４ ８２．８６

６组 ６５．３３ ８６．３４ ８８．４４ ９４．２９

９组 ７１．７９ ８９．７３ ９１．３９ ９５．２４

１２组 ７６．１３ ９０．８８ ９３．５０ ９５．２４

１５组 ７９．３３ ９２．３６ ９５．２４ ９６．１９

１８组 ８１．４７ ９４．５２ ９７．１７ ９８．１０

从表４可以发现，随着原始数据的逐渐增多，４种方法
的分类正确率呈现上升趋势；对比方法１和方法４当目标
数据量较小时，机器学习无法有效诊断，而迁移学习能保

证８２％以上的正确率。方法２对目标域测试集的分类精
度均大于方法１，且两域训练集合并后训练（方法３），分类
精度有所提升，表明目标数据和辅助数据相关性较大。方

法４的分类性能优于方法３，表明引入辅助集，并对辅助数
据进行合理约束能够有效提升轴承诊断精度。方法４既
能保证目标域训练集对建立分类器的主导作用，又能学习

辅助数据域已有知识，优于方法１、方法２和方法３。
２）特征选取性能分析
同时本文利用辅助集方法４进行特征选取性能分

析，目标集和辅助集设置同实验１），最终诊断正确率如
表５所示。

表５　不同特征分类比较
Ｔａｂｌｅ５　Ｔｈｅｃｏｍｐａｒｉｓｏｎｏｆｒｅｓｕｌｔｓｂｅｔｗｅｅｎ

ｄｉｆｆｅｒｅｎｔｆｅａｔｕｒｅｓ
（％）

目标样本数 时域指标 ＲＱＡ ＲＱＡ＋时域指标

３组 ８２．５６ ８１．９０ ８６．８６

６组 ８５．７１ ８４．７６ ９４．２９

９组 ９２．３８ ８６．６７ ９５．２４

１２组 ９４．２９ ８８．５７ ９５．２４

１５组 ９５．３１ ８８．５７ ９６．１９

１８组 ９６．１９ ９０．４８ ９８．１０



　第１期 陈　超 等：改进ＬＳＳＶＭ迁移学习方法的轴承故障诊断 ３９　　　

表５中，在基于辅助集的故障诊断中，相比单纯使用
ＲＱＡ特征值，ＲＱＡ特征值与时域统计参数融合的特征提
取方法更有效，平均提升６．８９％；而单纯使用时域特征
的效果介于两者中间。

３）迁移学习与传统机器学习性能对比分析
最后对传统机器学习与迁移学习进行性能比较，机

器学习采用标准ＬＳＳＶＭ算法，参数设置如下：（１）随机从
原始振动数据抽取样本数为３、６、９、１２、１５、１８、３０、４０和
５０组；（２）测试振动数据样本为３５组；（３）随机从辅助振
动数据抽取５倍于目标振动数据；（４）均值统计次为５０，
其诊断正确率如图４所示。

图４　与标准ＬＳＳＶＭ模型的比较
Ｆｉｇ．４　Ｔｈｅｃｏｍｐａｒｉｓｏｎｏｆｒｅｓｕｌｔｓｂｅｔｗｅｅｎｔｒａｎｓｆｅｒ

ｌｅａｒｎｉｎｇａｎｄｓｔａｎｄａｒｄＬＳＳＶＭ

由图４可知，当目标轴承数据不足以训练出有效的
故障分类模型时，基于辅助集的迁移学习算法能有效提

升轴承诊断精度，最大能提升３０．５％。随着目标轴承数
据逐渐增多，提升比例逐渐降低，迁移的效果越来越不明

显。当目标领域的训练样本达到５０组时，两者均能达到
很好的性能，此时无采用迁移学习的必要。

５　结　　论

利用递归定量分析提取轴承故障的非线性特征，与

传统时域特征相结合组成特征向量，利用改进ＬＳＳＶＭ方
法实现了迁移学习在故障诊断领域的应用。

１）将ＲＱＡ提取的ＲＲ、ＤＥＴ、ＥＮＴＲ、ＬＡＭ等特征和峰
峰值、有效值、方差和峭度指标一起组成特征向量输入改

进ＬＳＳＶＭ模型中，为迁移学习提供具备足够故障区分能
力的特征。

２）改进 ＬＳＳＶＭ模型将目标数据与辅助数据同时进
行学习的策略，相比标准 ＬＳＳＶＭ方法，在训练样本不足
的条件下诊断性能提升明显，同时，相比方法１、方法２和
方法３，方法４既能保证目标域训练集的主导地位，又能
充分利用辅助数据的知识。

参考文献

［１］　胥永刚，孟志鹏，赵国亮．基于双树复小波变换的轴承
复合故障诊断研究［Ｊ］．仪器仪表学报，２０１４，３５（２）：
４４７４５２．
ＸＵＹＧ，ＭＥＮＧＺＨＰ，ＺＨＡＯＧＬ．Ｓｔｕｄｙｏｎｃｏｍｐｏｕｎｄ
ｆａｕｌｔｄｉａｇｎｏｓｉｓｏｆｒｏｌｌｉｎｇｂｅａｒｉｎｇｂａｓｅｄｏｎｄｕａｌｔｒｅｅ

ｃｏｍｐｌｅｘｗａｖｅｌｅｔｔｒａｎｓｆｏｒｍ［Ｊ］．ＣｈｉｎｅｓｅＪｏｕｒｎａｌｏｆ
ＳｃｉｅｎｔｉｆｉｃＩｎｓｔｒｕｍｅｎｔ，２０１４，３５（２）：４４７４５２．

［２］　ＷＵＳＤ，ＷＵＣＷ，ＷＵＰＨ，ｅｔａｌ．Ｂｅａｒｉｎｇｆａｕｌｔ
ｄｉａｇｎｏｓｉｓｂａｓｅｄｏｎｍｕｌｔｉｓｃａｌｅｐｅｒｍｕｔａｔｉｏｎｅｎｔｒｏｐｙａｎｄ
ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ［Ｊ］．Ｅｎｔｒｏｐｙ，２０１２，８（８）：
２６５０２６５４．

［３］　蒋永华，程光明，阚君武，等．基于ＮＧＡ优化ＳＶＭ的滚
动轴承故障诊断［Ｊ］．仪器仪表学报，２０１３，３４（１２）：
２６８４２６８９．
ＪＩＡＮＧＹＨ，ＣＨＥＮＧＧＭ，ＫＡＮＪＷ，ｅｔａｌ．Ｒｏｌｌｉｎｇ
ｂｅａｒｉｎｇ ｆａｕｌｔｄｉａｇｎｏｓｉｓ ｂａｓｅｄ ｏｎ ＮＧＡ ｏｐｔｉｍｉｚｅｄ
ＳＶＭ［Ｊ］．ＣｈｉｎｅｓｅＪｏｕｒｎａｌｏｆＳｃｉｅｎｔｉｆｉｃＩｎｓｔｒｕｍｅｎｔ，
２０１３，３４（１２）：２６８４２６８９．

［４］　姜久亮，刘文艺，侯玉洁，等．基于内积延拓 ＬＭＤ及
ＳＶＭ的轴承故障诊断方法研究［Ｊ］．振动与冲击，
２０１６，３５（６）：１０４１０８．
ＪＩＡＮＧＪＬ，ＬＩＵＷ Ｙ，ＨＯＵＹＪ，ｅｔａｌ．Ｂｅａｒｉｎｇｆａｕｌｔ
ｄｉａｇｎｏｓｉｓｂａｓｅｄｏｎｉｎｔｅｇｒａｌｗａｖｅｆｏｒｍｅｘｔｅｎｓｉｏｎＬＭＤａｎｄ
ＳＶＭ［Ｊ］．ＪｏｕｒｎａｌｏｆＶｉｂｒａｔｉｏｎａｎｄＳｈｏｃｋ，２０１６，
３５（６）：１０４１０８．

［５］　ＰＡＮＤＹＡＤＨ，ＵＰＡＤＨＹＡＹＳＨ，ＨＡＲＳＨＡＳＰ．Ｆａｕｌｔ
ｄｉａｇｎｏｓｉｓｏｆｒｏｌｌｉｎｇｅｌｅｍｅｎｔｂｅａｒｉｎｇｗｉｔｈｉｎｔｒｉｎｓｉｃｍｏｄｅ
ｆｕｎｃｔｉｏｎｏｆａｃｏｕｓｔｉｃｅｍｉｓｓｉｏｎｄａｔａｕｓｉｎｇＡＰＦＫＮＮ［Ｊ］．
ＥｘｐｅｒｔＳｙｓｔｅｍｓｗｉｔｈ Ａｐｐｌｉｃａｔｉｏｎｓ，２０１３，４０（１０）：
４１３７４１４５．

［６］　杨先勇，周晓军，张文斌，等．基于局域波法和 ＫＰＣＡ
ＬＳＳＶＭ的滚动轴承故障诊断［Ｊ］．浙江大学学报：工学
版，２０１０（８）：１５１９１５２４．
ＹＡＮＧＸＹ，ＺＨＯＵＸＪ，ＺＨＡＮＧＷ Ｂ，ｅｔａｌ．Ｒｏｌｌｉｎｇ
ｂｅａｒｉｎｇｆａｕｌｔｄｉａｇｎｏｓｉｓｂａｓｅｄｏｎｌｏｃａｌｗａｖｅｍｅｔｈｏｄａｎｄ
ＫＰＣＡＬＳＳＶＭ［Ｊ］．ＪｏｕｒｎａｌｏｆＺｈｅｊｉａｎｇＵｎｉｖｅｒｓｉｔｙ：
ＥｎｇｉｎｅｅｒｉｎｇＳｃｉｅｎｃｅ，２０１０（８）：１５１９１５２４．

［７］　隋文涛，路长厚，ＷＩＬＳＯＮＷ，等．基于模拟退火与
ＬＳＳＶＭ的轴承故障诊断［Ｊ］．振动、测试与诊断，２０１０，
３０（２）：１１９１２２．
ＳＵＩＷＴ，ＬＵＣＨＨ，ＷＩＬＳＯＮＷ，ｅｔａｌ．Ｂｅａｒｉｎｇｆａｕｌｔ
ｄｉａｇｎｏｓｉｓｕｓｉｎｇｓｉｍｕｌａｔｅｄａｎｎｅａｌｉｎｇａｌｇｏｒｉｔｈｍａｎｄｌｅａｓｔ
ｓｑｕａｒｅｓｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅｓ［Ｊ］． Ｊｏｕｒｎａｌｏｆ
Ｖｉｂｒａｔｉｏｎ，Ｍｅａｓｕｒｅｍｅｎｔ＆ Ｄｉａｇｎｏｓｉｓ，２０１０，３０（２）：
１１９１２２．

［８］　熊庆，张卫华，陆天炜，等．基于 α稳定分布参数估计
的滚动轴承故障诊断［Ｊ］．振动、测试与诊断，２０１５，
３５（２）：２３８２４４．
ＸＩＯＮＧＱ，ＺＨＡＮＧＷ Ｈ，ＬＵＴＷ，ｅｔａｌ．Ｒｏｌｌｉｎｇ
ｂｅａｒｉｎｇｆａｕｌｔｄｉａｇｎｏｓｉｓｂａｓｅｄｏｎｐａｒａｍｅｔｅｒｅｓｔｉｍａｔｅｏｆ
ａｌｐｈａｓｔａｂｌｅｄｉｓｔｒｉｂｕｔｉｏｎ［Ｊ］．ＪｏｕｒｎａｌｏｆＶｉｂｒａｔｉｏｎ，
Ｍｅａｓｕｒｅｍｅｎｔ＆Ｄｉａｇｎｏｓｉｓ，２０１５，３５（２）：２３８２４４．

［９］　庄福振，罗平，何清，等．迁移学习研究进展［Ｊ］．软件
学报，２０１５，２６（１）：２６３９．
ＺＨＵＡＮＧＦＺＨ，ＬＵＯＰ，ＨＥＱ，ｅｔａｌ．Ｓｕｒｖｅｙｏｎ
ｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇｒｅｓｅａｒｃｈ［Ｊ］．ＪｏｕｒｎａｌｏｆＳｏｆｔｗａｒｅ，２０１５，



４０　　　 仪　器　仪　表　学　报 第 ３８卷

２６（１）：２６３９．
［１０］　李巍华，刘雯．基于图论和直推式支持矢量机的齿轮

早期故障诊断［Ｊ］．机械工程学报，２０１０，４６（２３）：
８２８８．
ＬＩＷ Ｈ，ＬＩＵＷ．Ｇｅａｒｉｎｃｉｐｉｅｎｔｆａｕｌｔｄｉａｇｎｏｓｉｓｕｓｉｎｇ
ｇｒａｐｈ ｔｈｅｏｒｙ ａｎｄ ｔｒａｎｓｄｕｃｔｉｖｅ ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ
ｍａｃｈｉｎｅ［Ｊ］．ＪｏｕｒｎａｌｏｆＭｅｃｈａｎｉｃａｌＥｎｇｉｎｅｅｒｉｎｇ，２０１０，
４６（２３）：８２８８．

［１１］　ＩＮＯＵＥＥ，ＲＡＢＢＡＮＩＭ，ＭＩＴＳＵＯＫＡＭ．Ｉｎｖｅｓｔｉｇａｔｉｏｎ
ｏｆｎｏｎｌｉｎｅａｒｖｉｂｒａｔｉｏｎｃｈａｒａｃｔｅｒｉｓｔｉｃｓｏｆａｇｒｉｃｕｌｔｕｒａｌｒｕｂｂｅｒ
ｃｒａｗｌｅｒｖｅｈｉｃｌｅｓ［Ｊ］．ＡＭＡＡｇｒｉｃｕｌｔｕｒａｌＭｅｃｈａｎｉｚａｔｉｏｎｉｎ
ＡｓｉａＡｆｒｉｃａａｎｄＬａｔｉｎＡｍｅｒｉｃａ，２０１４，４０（１）：８９９３．

［１２］　ＺＨＡＮＧＳ，ＬＩＷ．Ｂｅａｒｉｎｇｃｏｎｄｉｔｉｏｎｒｅｃｏｇｎｉｔｉｏｎａｎｄ
ｄｅｇｒａｄａｔｉｏｎａｓｓｅｓｓｍｅｎｔｕｎｄｅｒｖａｒｙｉｎｇｒｕｎｎｉｎｇｃｏｎｄｉｔｉｏｎｓ
ｕｓｉｎｇＮＰＥａｎｄＳＯＭ［Ｊ］．ＭａｔｈｅｍａｔｉｃａｌＰｒｏｂｌｅｍｓｉｎ
Ｅｎｇｉｎｅｅｒｉｎｇ，２０１４（５）：１１０．

［１３］　ＴＩＡＮＹ，ＭＡＪ，ＬＵＣ，ｅｔａｌ．Ｒｏｌｌｉｎｇｂｅａｒｉｎｇｆａｕｌｔ
ｄｉａｇｎｏｓｉｓｕｎｄｅｒｖａｒｉａｂｌｅｃｏｎｄｉｔｉｏｎｓｕｓｉｎｇＬＭＤＳＶＤａｎｄ
ｅｘｔｒｅｍｅｌｅａｒｎｉｎｇｍａｃｈｉｎｅ［Ｊ］．ＭｅｃｈａｎｉｓｍａｎｄＭａｃｈｉｎｅ
Ｔｈｅｏｒｙ，２０１５，９０（８）：１７５１８６．

［１４］　ＰＡＮＳＪ，ＹＡＮＧＱ．Ａｓｕｒｖｅｙｏｎｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ［Ｊ］．
ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＫｎｏｗｌｅｄｇｅ＆ＤａｔａＥｎｇｉｎｅｅｒｉｎｇ，
２０１０，２２（１０）：１３４５１３５９．

［１５］　ＤＡＩＷ，ＹＡＮＧＱ，ＸＵＥＧＲ，ｅｔａｌ．Ｂｏｏｓｔｉｎｇｆｏｒｔｒａｎｓｆｅｒ
ｌｅａｒｎｉｎｇ［Ｃ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２４ｔｈｉｎｔｅｒｎａｔｉｏｎａｌ
ｃｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅｌｅａｒｎｉｎｇ，２００７：１９３２００．

［１６］　ＳＨＥＬＬ Ｊ，ＣＯＵＰＬＡＮＤ Ｓ．Ｆｕｚｚｙｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ：
ｍｅｔｈｏｄｏｌｏｇｙａｎｄａｐｐｌｉｃａｔｉｏｎ［Ｊ］．ＩｎｆｏｒｍａｔｉｏｎＳｃｉｅｎｃｅｓ，
２０１５，２９３（２）：５９７９．

［１７］　肖涵，李友荣，吕勇．基于递归定量分析与高斯混合模型
的齿轮故障识别［Ｊ］．振动工程学报，２０１１，２４（１）：８４８８．
ＸＩＡＯＨ，ＬＩＹＲ，ＬＶＹ．Ｇｅａｒｆａｕｌｔｒｅｃｏｇｎｉｔｉｏｎｂａｓｅｄｏｎ
ｒｅｃｕｒｒｅｎｃｅｑｕａｎｔｉｆｉｃａｔｉｏｎａｎａｌｙｓｉｓａｎｄＧａｕｓｓｉａｎｍｉｘｔｕｒｅ
ｍｏｄｅｌ［Ｊ］．ＪｏｕｒｎａｌｏｆＶｉｂｒａｔｉｏｎＥｎｇｉｎｅｅｒｉｎｇ，２０１１，
２４（１）：８４８８．

［１８］　赵鹏，周云龙，孙斌．递归定量分析在离心泵故障诊断
中的运用［Ｊ］．振动、测试与诊断，２０１０，３０（６）：
６１２６１６．
ＺＨＡＯＰ，ＺＨＯＵＹＬ，ＳＵＮＢ．Ａｐｐｌｉｃａｔｉｏｎｏｆｒｅｃｕｒｒｅｎｃｅ
ｑｕａｎｔｉｆｉｃａｔｉｏｎａｎａｌｙｓｉｓｔｏｆａｕｌｔｄｉａｇｎｏｓｉｓｏｆｃｅｎｔｒｉｆｕｇａｌ
ｐｕｍｐ［Ｊ］． ＪｏｕｒｎａｌｏｆＶｉｂｒａｔｉｏｎ， Ｍｅａｓｕｒｅｍｅｎｔ＆
Ｄｉａｇｎｏｓｉｓ，２０１０，３０（６）：６１２６１６．

［１９］　ＳＡＭＡＮＴＡ Ｂ，ＡＬＢＡＬＵＳＨＩＫ Ｒ．Ａｒｔｉｆｉｃｉａｌｎｅｕｒａｌ
ｎｅｔｗｏｒｋｂａｓｅｄｆａｕｌｔｄｉａｇｎｏｓｔｉｃｓｏｆｒｏｌｌｉｎｇｅｌｅｍｅｎｔｂｅａｒｉｎｇｓ
ｕｓｉｎｇｔｉｍｅｄｏｍａｉｎｆｅａｔｕｒｅｓ［Ｊ］．Ｍｅｃｈａｎｉｃａｌｓｙｓｔｅｍｓａｎｄ
ｓｉｇｎａｌｐｒｏｃｅｓｓｉｎｇ，２００３，１７（２）：３１７３２８．

［２０］　ＬＩＵＸ，ＢＯＬ．Ｉｄｅｎｔｉｆｉｃａｔｉｏｎｏｆｒｅｓｏｎａｎｃｅｓｔａｔｅｓｏｆｒｏｔｏｒ
ｂｅａｒｉｎｇｓｙｓｔｅｍ ｕｓｉｎｇＲＱＡ ａｎｄｏｐｔｉｍａｌｂｉｎａｒｙｔｒｅｅ
ＳＶＭ［Ｊ］．Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ，２０１５，１５２（Ｃ）：３６４４．

［２１］　ＭＡ Ｚ， ＷＥＮ Ｇ， ＪＩＡＮＧ Ｃ． ＥＥＭＤ ｉｎｄｅｐｅｎｄｅｎｔ
ｅｘｔｒａｃｔｉｏｎｆｏｒｍｉｘｉｎｇｆｅａｔｕｒｅｓｏｆｒｏｔａｔｉｎｇｍａｃｈｉｎｅｒｙ

ｒｅｃｏｎｓｔｒｕｃｔｅｄｉｎｐｈａｓｅｓｐａｃｅ［Ｊ］．Ｓｅｎｓｏｒｓ，２０１５，
１５（４）：８５５０８５６９．

［２２］　何正嘉，陈进，王太勇，等．机械故障诊断理论及应
用［Ｍ］．北京：高等教育出版社，２０１０．
ＨＥＺＨＪ，ＣＨＥＮＪ，ＷＡＮＧＴＹ，ｅｔａｌ．Ｔｈｅｏｒｉｅｓａｎｄ
ａｐｐｌｉｃａｔｉｏｎｓｏｆｍａｃｈｉｎｅｒｙｆａｕｌｔｄｉａｇｎｏｓｉｓ［Ｍ］．Ｂｅｉｊｉｎｇ：
ＨｉｇｈＥｄｕｃａｔｉｏｎＰｒｅｓｓ，２０１０．

［２３］　ＰＡＮＱ，ＨＥＴ，ＳＨＡＮＹ，ｅｔａｌ．Ｆａｕｌｔｄｉａｇｎｏｓｉｓｏｆｇｅａｒｓ
ｂａｓｅｄ ｏｎ ｌｏｃａｌｍｅａｎ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｃｏｍｂｉｎｇ ｗｉｔｈ
ｋｕｒｔｏｓｉｓ［Ｊ］．ＪｏｕｒｎａｌｏｆＶｉｂｒｏｅｎｇｉｎｅｅｒｉｎｇ，２０１４，１６（６）：
２６３９２６４８．

［２４］　ＷＵＰ，ＤＩＥＴＴＥＲＩＣＨＴＧ．ＩｍｐｒｏｖｉｎｇＳＶＭａｃｃｕｒａｃｙｂｙ
ｔｒａｉｎｉｎｇｏｎａｕｘｉｌｉａｒｙｄａｔａｓｏｕｒｃｅｓ［Ｃ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ
ｔｗｅｎｔｙｆｉｒｓｔｉｎｔｅｒｎａｔｉｏｎａｌｃｏｎｆｅｒｅｎｃｅｏｎＭａｃｈｉｎｅｌｅａｒｎｉｎｇ，
２００４：８７１８７８．

［２５］　ＦＥＮＧＨ，ＬＩＡＮＧＷ，ＺＨＡＮＧＬ．Ｓｔａｔｅｍｏｎｉｔｏｒｉｎｇａｎｄ
ｅａｒｌｙｆａｕｌｔｄｉａｇｎｏｓｉｓｏｆｒｏｌｌｉｎｇｂｅａｒｉｎｇｂａｓｅｄｏｎｗａｖｅｌｅｔ
ｅｎｅｒｇｙｅｎｔｒｏｐｙａｎｄＬＳＳＶＭ［Ｊ］．ＪｏｕｒｎａｌｏｆＣｏｍｐｕｔｅｒｓ，
２０１３，８（８）：２１５０２１５５．

［２６］　郭兴明，张文英，袁志会，等．基于ＥＭＤ关联维数和多
重分形谱的心音识别［Ｊ］．仪器仪表学报，２０１４，
３５（４）：８２７８３３．
ＧＵＯＸＭ，ＺＨＡＮＧＷ Ｙ，ＹＵＡＮＺＨ，ｅｔａｌ．Ｈｅａｒｔ
ｓｏｕｎｄｒｅｃｏｇｎｉｔｉｏｎｂａｓｅｄｏｎＥＭＤｃｏｒｒｅｌａｔｉｏｎｄｉｍｅｎｓｉｏｎ
ａｎｄｍｕｌｔｉｆｒａｃｔａｌｓｐｅｃｔｒｕｍ［Ｊ］．ＣｈｉｎｅｓｅＪｏｕｒｎａｌｏｆ
ＳｃｉｅｎｔｉｆｉｃＩｎｓｔｒｕｍｅｎｔ，２０１４，３５（４）：８２７８３３．

作者简介

　　陈超，分别在２０１１年和２０１４年于江苏
大学获得学士学位和硕士学位，现为东南大

学仪器科学与工程学院博士研究生，主要研

究方向为故障诊断。

Ｅｍａｉｌ：ｃｈｏｆｙ１２３＠１６３．ｃｏｍ
　ＣｈｅｎＣｈａｏｒｅｃｅｉｖｅｄｈｉｓＢ．Ｓｃ．ａｎｄＭ．Ｓｃ．
ｄｅｇｒｅｅｓｂｏｔｈｆｒｏｍＪｉａｎｇｓｕＵｎｉｖｅｒｓｉｔｙｉｎ２０１１

ａｎｄ２０１４，ｒｅｓｐｅｃｔｉｖｅｌｙ．ＨｅｉｓｎｏｗｐｕｒｓｕｉｎｇｈｉｓＰｈ．Ｄ．ｄｅｇｒｅｅｉｎ
ｔｈｅＳｃｈｏｏｌｏｆＩｎｓｔｒｕｍｅｎｔＳｃｉｅｎｃｅａｎｄＥｎｇｉｎｅｅｒｉｎｇ，Ｓｏｕｔｈｅａｓｔ
Ｕｎｉｖｅｒｓｉｔｙ．Ｈｉｓｍａｉｎｒｅｓｅａｒｃｈｉｎｔｅｒｅｓｔｉｓｆａｕｌｔｄｉａｇｎｏｓｉｓ．

　　严如强（通讯作者），分别在１９９７年和
２０１２年分别于中国科学技术大学获得学士学
位和硕士学位，２００７年于美国马萨诸塞大学阿
默斯特分校获得博士学位，现为东南大学教

授、博士生导师，主要研究方向为机械系统状

态监测与故障诊断、信号处理、无线传感网络。

Ｅｍａｉｌ：ｒｕｑｉａｎｇ＠ｓｅｕ．ｅｄｕ．ｃｎ
　ＹａｎＲｕｑｉａｎｇ（Ｃｏｒｒｅｓｐｏｎｄｉｎｇａｕｔｈｏｒ）ｒｅｃｅｉｖｅｄｈｉｓＢ．Ｓｃ．ａｎｄ
Ｍ．Ｓｃ．ｄｅｇｒｅｅｓｆｒｏｍＵｎｉｖｅｒｓｉｔｙｏｆＳｃｉｅｎｃｅａｎｄＴｅｃｈｎｏｌｏｇｙｏｆ
Ｃｈｉｎａｉｎ１９９７ａｎｄ２００２，ａｎｄｒｅｃｅｉｖｅｄｈｉｓＰｈ．Ｄ．ｄｅｇｒｅｅｉｎ２００７
ｆｒｏｍＵｎｉｖｅｒｓｉｔｙｏｆＭａｓｓａｃｈｕｓｅｔｔｓ，Ａｍｈｅｒｓｔ．Ｈｅｉｓｎｏｗａｐｒｏｆｅｓｓｏｒ
ａｎｄＰｈ．Ｄ．ｓｕｐｅｒｖｉｓｏｒｉｎＳｏｕｔｈｅａｓｔＵｎｉｖｅｒｓｉｔｙ．Ｈｉｓｍａｉｎｒｅｓｅａｒｃｈ
ｉｎｔｅｒｅｓｔｓ ｉｎｃｌｕｄｅ ｍａｃｈｉｎｅ ｃｏｎｄｉｔｉｏｎ ｍｏｎｉｔｏｒｉｎｇ ａｎｄ ｆａｕｌｔ
ｄｉａｇｎｏｓｉｓ，ｓｉｇｎａｌｐｒｏｃｅｓｓｉｎｇ，ａｎｄｗｉｒｅｌｅｓｓｓｅｎｓｏｒｎｅｔｗｏｒｋｓ．


