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摘　 要:准确监测加工过程刀具磨损状态有助于避免因刀具失效导致的产品质量问题。 建立不同工况的刀具磨损监测模型,往
往需要对每组工况调参以保证精度。 为减少调参并保证预测精度,结合深度森林的超参数少、参数对模型不敏感和训练过程自

适应等优点,利用深度森林建立了多传感器信号及多工况下自主特征选择的刀具磨损状态预测模型。 基于 3 组不同工艺参数

下 TC18 铣削过程的多传感器及磨损数据,以及预测与健康管理(PHM)学会 2010 年高速数控机床刀具健康预测竞赛的开放数

据,深度森林在 3 组工况的预测精度分别为 95. 35% 、96. 63%和 97. 06% ,在 PHM 数据上为 98. 95% ,验证了深度森林对多工况

下刀具磨损预测的高精度和适用性,为在线监测技术提供了有力的指导。
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Abstract:Accurate
 

monitoring
 

of
 

tool
 

wear
 

during
 

machining
 

helps
 

to
 

avoid
 

product
 

quality
 

problems
 

caused
 

by
 

tool
 

failure.
 

To
 

formulate
 

tool
 

wear
 

monitoring
 

models
 

for
 

different
 

working
 

conditions,
 

it
 

is
 

necessary
 

to
 

adjust
 

the
 

parameters
 

for
 

each
 

group
 

of
 

working
 

conditions
 

to
 

ensure
 

the
 

accuracy.
 

To
 

reduce
 

the
 

number
 

of
 

parameter
 

adjustment
 

and
 

ensure
 

the
 

prediction
 

accuracy,
 

the
 

advantages
 

of
 

deep
 

forest
 

are
 

combined,
 

such
 

as
 

few
 

hyperparameters,
 

parameter
 

insensitivity
 

to
 

the
 

model
 

and
 

adaptive
 

training
 

process.
 

A
 

tool
 

wear
 

state
 

prediction
 

model
 

with
 

multi-sensor
 

signals
 

and
 

autonomous
 

feature
 

selection
 

for
 

multi-conditions
 

is
 

established
 

by
 

using
 

deep
 

forest.
 

The
 

multi-sensor
 

and
 

wear
 

data
 

of
 

TC18
 

milling
 

process
 

under
 

three
 

sets
 

of
 

different
 

process
 

parameters,
 

and
 

the
 

open
 

data
 

in
 

the
 

predictive
 

and
 

health
 

management
 

(PHM)
 

society
 

2010
 

high-speed
 

CNC
 

machine
 

tool
 

health
 

prediction
 

competition
 

are
 

utilized.
 

For
 

the
 

three
 

sets
 

of
 

working
 

conditions,
 

the
 

prediction
 

accuracy
 

values
 

of
 

deep
 

forest
 

are
 

95. 35% ,
 

96. 63%
 

and
 

97. 06% ,
 

respectively,
 

and
 

98. 95%
 

on
 

PHM
 

data,
 

which
 

evaluate
 

the
 

high
 

accuracy
 

and
 

applicability
 

of
 

deep
 

forest
 

for
 

tool
 

wear
 

prediction
 

under
 

multiple
 

working
 

conditions.
 

It
 

provides
 

a
 

strong
 

guidance
 

for
 

online
 

monitoring
 

technology
 

in
 

intelligent
 

machining
 

technology.
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0　 引　 　 言

　 　 随着传感器、人工智能、大数据和工业物联网等技术

的发展,传统制造向智能制造转型,因此,智能加工技术

显得尤为重要。 在加工过程中,刀具磨损不可避免,以往

的研究结果表明,10% ~ 40%的机床总停机时间是由刀具

异常状态造成[1] 。 而且刀具磨损的不断累积会对加工表

面的粗糙度、尺寸精度、平整度等产生不利影响。 因此,
准确预测刀具磨损状态有利于指导换刀,对提高质量及

节约成本具有重要意义。
国内外学者围绕刀具磨损监测做了许多研究,通过

采集刀具磨损信息的方式不同,其监测技术可分为直接

监测和间接监测[2] 。 直接监测方法难以实现刀具磨损的

实时在线监测,在实际工程中应用较少[3] 。 间接监测是

通过传感器采集与刀具磨损相关的物理信号,利用数据

驱动模型建立信号的隐含特征与刀具磨损间的映射关系

监测刀具磨损状态[4] 。 相比直接监测,间接监测具有更

好的灵活性和实用性,是目前主要的刀具磨损监测方法。
在间接监测方法中,切削力、振动、声发射、温度、电

流和声音等信号都可作为监测信号,从不同层面上反映

刀具磨损情况,其中力、振动和声发射信号在刀具磨损监

测上较为常用。 多传感器信号具有互补性、协同性等特

点,且不同传感器可从不同维度对信息进行全面监测。
因此,多传感器组合是常采用的数据采集方式。 Wu
等[5] 从切削力、振动和声发射信号中提取统计特征,利用

随机森林(random
 

forest,
 

RF)建立刀具磨损预测模型,取
得了较好的预测精度。 Wang 等[6] 从声音、加速度和切削

弯矩信号中提取铣削过程的多传感器特征,提出改进的

主成分分析进行特征选择,利用支持向量机 ( support
 

vector
 

machines,
 

SVM)准确识别了颤振和刀具磨损。 He
等[7]提取振动、切削力和声发射信号的时域、频域和时频

域特征,通过相关性分析确定最优多传感器特征,利用反

向传播神经网络(back
 

propagation
 

neural
 

network,
 

BPNN)
建立了准确度高的刀具磨损预测模型。 何彦等[8] 将归一

化的力、振动、声发射信号输入长短时记忆卷积神经网络,
在线监测刀具磨损,并验证了模型的有效性。

分析上述文献可知,利用传统机器学习方法(如 SVM、
RF 和 BPNN 等)监测刀具磨损时,由于传统机器学习方法

数据处理效率和能力有限,不具备或具有较弱的特征选择

能力,预测刀具磨损时,需额外的特征选择(如最大信息系

数( maximal
 

information
 

coefficient,
 

MIC ) [9] 、 遗 传 算 法

(genetic
 

algorithm,
 

GA) [10] 、基于交叉验证的递归特征消除

(recursive
 

feature
 

elimination
 

cross
 

validation,
 

RFECV) [11]

等)步骤来避免“维数灾难”,并获得与刀具模型相关度高

的特征,提高预测效率及精度。 但一些特征选择方法会依

赖专家知识,存在一定的不确定性。 深度神经网络(deep
 

neural
 

network,
 

DNN)具有深度模型的高级特征工程能力、
良好的数据处理效率及能力,能从原始信号中自动学习并

选择与输出变量相关的特征,可不需额外的特征选择操

作,能有效减少对专家知识的依赖。 但 DNN 的学习和预

测性能依赖于超参数(学习率、正则化参数和小批量处理

等)的调节,且其参数较多,调参过程复杂。
另外,当前利用间接方法进行的刀具磨损监测研究

主要集中在单一工况,针对多工况下刀具的磨损情况研

究的不多,而不同工况下刀具磨损的情况是不同的。 当

工况发生变化,选择的特征及预测模型可能都不适合新

的工况[12] ,需重新调参,耗时耗力。 因此,寻求适用多工

况、具有自主特征选择且调参简单的学习方法来预测刀

具磨损是必要的。
多 粒 度 级 联 森 林 ( multi-grained

 

cascade
 

forest,
 

gcForest)是 2017 年提出的一种非神经网络方法的深度

森林(deep
 

forest,
 

DF)模型,该模型以 RF 为基础,采用类

似 DNN 的深层结构建立,与 DNN 一样能自主进行特征

选择[13] 。 此外,DF 的超参数比 DNN 少得多,对参数的

调节不敏感,级联层数随训练过程自适应调节,并且可以

很好地处理小规模训练数据。 目前,DF 已经成功应用于

图像处理[14] 、情绪识别[15] 、生物工程[16] 、癌症疾病诊

断[17] 、推荐系统[18] 和故障诊断[19] 等领域,但利用 DF 监

测刀具磨损的研究很少。
综上,为寻求少调参且高精度的适应于多工况的刀

具磨损状态预测模型,本文融合提取的切削力、振动和声

发射的多传感器信号特征,利用 DF 实现多传感器融合

的多工况刀具磨损状态预测。 基于 3 组不同铣削参数的

多传感器及磨损数据,对多工况下深度森林模型的预测

能力(训练自适应性、参数敏感性及预测精度、小训练样

本预测能力、稳定性及特征选择能力)进行分析和验证。
此外,在预测与健康管理( prognostic

 

and
 

health
 

manage-
ment,PHM)

 

2010 年刀具磨损公开数据集上进一步验证

了深度森林不同工况下的预测性能。 构建了基于深度森

林的多传感器融合下多工况刀具磨损状态预测方案,为
多工况刀具磨损监测方法选择提供了指导。 基于刀具磨

损监测,对多工况下深度森林的预测性能进行了系统的

分析和验证,确定了深度森林用于多工况下刀具磨损监

测的可行性和优异性。

1　 基于深度森林的刀具磨损预测框架及方法

1. 1　 刀具磨损预测框架

　 　 本文采用常用的切削力、振动和声发射信号表征刀

具磨损,构建基于深度森林的多传感器多工况的刀具磨

损状态预测框架(图 1),其预测过程如下。



　 第 9 期 汪　 鑫
 

等:多传感器融合下多工况刀具磨损状态预测的深度森林方法研究 267　　

图 1　 基于深度森林的多工况的刀具磨损状态预测框架图

Fig. 1　 Tool
 

wear
 

state
 

prediction
 

frame
 

diagram
 

based
 

on
 

deep
 

forest
 

with
 

multiple
 

working
 

conditions

　 　 1)搭建铣削实验平台采集多工况加工过程的切削

力、振动和声发射信号,并对采集的多传感器数据进行预

处理:采用时域分割选取每次测量信号的中间稳定铣削

阶段作为后期的预测信号,并使用拉依达准则处理异常

值和小波去噪去除环境干扰噪声信号。
2)为提高模型的计算效率,提取每个工况下多传感

器的时域和频域统计特征,及基于小波包变换的时频域

特征。
3)融合每个工况下提取的多传感器特征,利用 DF

构建每个工况的刀具磨损状态预测模型。
1. 2　 深度森林模型

　 　 在 gcForest 中,多粒度扫描结构的设计灵感来源于

卷积神经网络对图像数据和循环神经网络对序列数据的

特征处理,其有利于对级联结构的性能进一步增强[13] 。
对多粒度扫描结构输入 P 维原始特征向量,可通过 M
维、Q 维和 W 维等不同的多维度窗口。 以通过 M 维窗口

进行逐步扫描为例,将得到 N 个 M 维子样本,若扫描步

长为 s,则 N =⌊(P - M) / s + 1」,⌊」 表示下取整运算[19] 。
经过滑动窗口扫描得到的特征分别输入 gcForest 的基模

型( 如 RF 和完全随机森林 ( completely
 

random
 

forest,
 

CRF))中,每个森林输出 N 个 C 维的特征向量,其中 C
维分别对应数据集 C 类标签的概率,即为 C 类分类问

题。 因此,对于原始输入特征向量,经过基模型后会分别

输出生成两个 C×N 的特征矩阵。 最后,将两个特征矩阵

的每一列连接起来,得到一个长度为 2×C×N 的增强特征

向量作为多粒度扫描的输出。
在级联森林结构中,多粒度扫描的输出作为级联森

林的输入。 级联森林是多层的,级联的每一层都是由决

策树组成的森林集合,故级联森林是基于决策树的集成。
基模型的多样性有利于提高集成学习精度,为了增强多

样性,级联森林每一层采用 RF 和 CRF 组成。 每个级联

级别接收上一级处理的特征信息和原始输入特征信息,
并将处理结果输出到下一级。 当扩展的新层预测性能没

有显著提升时,级联的训练过程停止,因此,级联的层数

是模型根据输入特征的训练效果自适应确定的。 基于级

联森林的预测模型的实质为级联的级联,且每个级联由

多个级别组成,每个级别对应一个滑动窗口的多粒度扫

描[13] 。 最后一层得到 12 维类向量 ( 3 分类问题),对

12 维类向量对应类的概率值求平均得到一个三维类向

量,即 3 个类的概率值,然后将最大值对应的类作为最终

的预测结果。

2　 实验设计与数据处理

2. 1　 实验设计

　 　 刀具切削过程是个复杂的过程,影响刀具磨损的因

素有很多,主要包括工件材料、刀具材料及结构、切削参

数、切削方式及加工环境等。 在这些影响因素中,切削参

数是最容易被选择和调控来保证加工要求的加工质量。
因此,本实验选择的刀具磨损影响因素为切削速度、每齿

进给量、切削宽度和切削深度,研究的多工况也主要针对

不同的加工参数组合工况。 TC18 钛合金是一种广泛应

用于航空航天、造船和武器工业的难加工材料[20] 。 相比

普通材料,准确预测难加工材料加工过程的刀具磨损,科
学指导换刀和参数调控,意义更重大也更迫切。 因此,实
验工件材料选择为 TC18。 实验机床为大连机床厂生产

的立式加工中心( VDL-600A),铣刀直径为 16 mm,刀片

为型号 APMT1135 的硬质合金刀片。 工件加工面的尺寸

为 60 mm×80 mm,其中 60 mm 为进给方向的长度。
铣削过程中采用切削力、振动和声发射传感器进行

数据采集,实验现场如图 2 所示。 三向铣削力采用压电

式三向测力系统 YDCB-III05B 测量,力传感器安装在装

夹工件的虎钳下面,采样频率为 20
 

000
 

Hz;x 和 y 方向的振

动信号由 DH5901 压电式加速度测量系统采集,加速度传

感器安装在夹具的正面与侧面,采样频率为 20
 

000
 

Hz;声
发射信号采用 PCI-8 声发射检测系统进行采集,将声发
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射探头贴合在工件正面。 采用 AXIO
 

SCOPE
 

A1 蔡司金

相显微镜测量刀具后刀面的磨损值。 依据刀具制造商推

荐的参数范围,本文选择的 3 个工况的铣削参数如表 1
所示。

图 2　 实验现场环境

Fig. 2　 Environmental
 

of
 

the
 

experimental
 

site

表 1　 刀具磨损实验的铣削参数

Table
 

1　 Milling
 

parameters
 

of
 

tool
 

wear
 

test

工况

序号

切削速度 /

(m·min-1 )

每齿进给量 /

(mm·r-1 )
切削宽度 /

mm
切削深度 /

mm

C1 100. 48 0. 06 3 0. 1

C2 75. 36 0. 05 5 0. 1

C3 75. 36 0. 04 3 0. 4

　 　 刀具磨损阶段一般划分为初期磨损、正常磨损和剧

烈磨损。 在实际加工中,不同工况下刀具的磨损速率可

能不一致, 故其划分的阶段数值可能也不一样。 文

献[21-22]表明,磨损阶段的划分主要通过刀具磨损曲线

的趋势和磨损变化率。 因此,本文结合刀具磨损曲线的

变化趋势和前后磨损值的变化率对磨损阶段进行划分。
具体为:首先通过磨损曲线确定大致的分段区域,然后选

择前后磨损值变化率最大的位置作为最终划分阶段位

置。 对磨损阶段进行划分后,得到每个工况 3 个阶段对

应的样本数如表 2 所示。 由表 2 可知,3 个工况因切削参

数的综合影响,其 3 个磨损阶段的样本数是不同的。
2. 2　 数据预处理及特征提取

　 　 为保证提取数据的稳定性,基于 1. 1 节的数据预处

理过程,选取每次采集的中间平稳阶段的信号作为后期

特征提取信号。 拉依达准则异常值处理过程为将信号中

大于整体值 3 倍标准差的数据视为异常值进行剔除,用
前一个非异常值和后一个非异常值的平均值填充剔除的

值。 由于实验使用 PCI-8 声发射检测系统对声发射的特

征参数进行实时提取,并利用 AEwin 软件进行声发射采

集参数的设置,可减少噪声干扰,故未对采集到的声发射

特征参数进行数据预处理。

表 2　 C1、C2 和 C3 的刀具磨损阶段划分

Table
 

2　 Tool
 

wear
 

stage
 

division
 

of
 

C1,
 

C2
 

and
 

C3

工况序号 测量次数 磨损状态
磨损值范围

/ μm
样本数

C1

C2

C3

1~ 16 初期磨损 0 ~ 49 16

17~ 254 正常磨损 49 ~ 88 238

255 ~ 285 剧烈磨损 88 ~ +∞ 31

1~ 13 初期磨损 0~ 71. 2 13

14~ 271 正常磨损 71. 2 ~ 112. 5 258

272 ~ 296 剧烈磨损 112. 5 ~ +∞ 25

1~ 35 初期磨损 0~ 78. 2 35

36~ 177 正常磨损 78. 2~ 145 142

178 ~ 224 剧烈磨损 145~ +∞ 47

　 　 为从与刀具状态密切相关的信号中获取特征参数,
给监测模型提供可靠的输入,从时域、频域和时频域上,
全面提取了 3 组工况刀具的切削力和振动信号的刀具磨

损特征参数。 声发射信号特征则直接选用 AEwin 数据采

集系统提取的 5 个特征(幅值、能量、计数、持续时间和上

升时间)。
为表征切削力与振动信号的时域特性,提取均值、方

差、标准差、均方根、偏度、峭度、波形因子、脉冲因子和峰

值因子 9 个时域统计量作为力和振动信号的特征。 三向

切削力和两向振动信号提取时域特征共 45 个。 在功率

谱上对信号提取重心频率、均方频率、均方根频率和频率

方差 4 个频域特征,共获得 20 个切削力和振动信号频域

特征。 利用小波包分解对切削力和振动信号进行时频域

特征提取。 采用“ db3” 小波基函数进行 3 层小波包分

解,共提取到切削力和振动信号时频域特征 40 个。
每个工况下,切削力和振动信号的时域、频域和时频

域共 105 个,再加上声发射 5 个特征。 因此,从 3 种传感

器信号中总计提取 110 个特征。

3　 DF 刀具磨损预测效果评价及分析

3. 1　 DF 多工况模型的参数敏感性和预测精度分析

　 　 以特征提取的 110 个特征为输入,对应的刀具磨损

为输出,利用 DF 分别构建 C1、C2 和 C3 的刀具磨损状态

预测模型。 每个工况样本数量的 70%和 30%分别作为训

练集和测试集,预测精度评价指标为准确率。
基于参考文献[23]中 DF 的参数设置以及本文针对

的刀具磨损状态预测的 3 分类问题,对 DF 模型中的多粒

度扫描和级联森林的结构进行如下设置:多粒度扫描设

置 3 个窗口,其大小分别为 1×2 维,1×4 维,1×6 维;多粒

度扫描的基学习器(分类器)采用一个 CRF 和一个 RF,
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最大深度设置为 10,并采用 3 折交叉验证获得森林输出

的类向量;级联森林结构每层分类器为两个 CRF 和两个

RF,森林的最大深度为每棵树生长为纯叶节点后的深

度,采用 5 折交叉验证进行训练。
由于集成学习的多样性对整个模型的构建有着重要

意义,每一种森林数目不一致会导致整个模型预测效果

的不平衡性。 因此,为了更好的体现 DF 模型性能,并简

化参数设置过程,本文将两种基学习模型( CRF 和 RF)
森林的数量和森林中树木的数量设置为相同。 确定多粒

度扫描和级联森林的结构后,对每个森林中的决策树树

木棵数的设置进行测试,以 50 棵为基础,并以 50 棵为步

长累加,进行 10 次预测,结果如图 3 中。 从图 3 可知,在
10 组预测中,树木棵树对 C3 的预测精度无影响,C2 的

预测精度只在 100 棵树木时发生变化,C1 的预测精度随

着树木棵数的增加在两个精度切换,这体现了 DF 对内

部参数不敏感的特点。 此外,随着决策树棵数的增加,整
个模型的内存消耗和训练时间会增加。 因此,权衡预测

精度与时间,本文将每个森林的树木数量设置为 200。
确定 DF 模型结构后,预测 3 个工况下的刀具磨损状

态,获得的分类精度分别为 95. 35% 、96. 63% 和 97. 06% 。
表 3 为 DF 在 3 种工况下获得的自适应层数,预测的 3 组

工况每个磨损状态精度的混淆矩阵如图 4 所示。 图 4 中

　 　 　 　

图 3　 C1、C2 和 C3 工况的 DF 在不同树木棵数的准确度

Fig. 3　 Prediction
 

accuracy
 

of
 

DF
 

in
 

C1,
 

C2
 

and
 

C3
 

working
 

conditions
 

under
 

different
 

tree
 

numbers

每个小方块的横坐标对应刀具的真实磨损状态,纵坐标

对应 DF 模型预测的刀具磨损状态,方块中的数字表示

模型对每个状态的预测精度,括号中的数字表示每个状

态的预测样本数量。

表 3　 C1、C2 和 C3 下 DF 的自适应层数

Table
 

3　 Adaptive
 

layers
 

of
 

DF
 

under
 

C1,
 

C2
 

and
 

C3

工况序号 C1 C2 C3

层数 1 2 2

图 4　 DF 在 C1、C2 和 C3 工况的预测结果混淆矩阵

Fig. 4　 DF
 

prediction
 

results
 

confusion
 

matrix
 

at
 

C1,
 

C2
 

and
 

C3
 

working
 

conditions

　 　 图 4 中,C1、C2 和 C3 的正常磨损和剧烈磨损的分类

精度都较高,其中 C1 和 C2 的正常磨损及 C3 的剧烈磨

损分类精度都高达 100% ;初期磨损的分类精度除 C3 为

91. 67% 外 ( 预测总样本为 12 个,预测正确的样本为

11 个),C1 和 C2 都较低。 这主要是因为初期磨损阶段

的训练样本过少,导致模型对初期磨损知识没有得到充

分的学习和训练。 实际生产过程中,刀具初期磨损阶段

较短,且加工前会选择合适的切削参数加工,此阶段的加

工质量和性能相对稳定。 另外刀具的换刀发生在剧烈磨

损阶段,准确预测刀具的剧烈磨损阶段,可科学指导换刀

时间。 因此,相对识别初期磨损阶段,准确识别正常磨损

和剧烈磨损阶段对刀具磨损监测实际应用的意义更显

著。 基于以上分析,可认为构建的刀具磨损状态预测框

架及采用的方法是有效的。
3. 2　 DF 在小训练样本的预测能力及 DF 的稳定性分析

　 　 新刀具从开始加工到剧烈磨损阶段会耗费较长的加

工时间,频繁采集传感器数据和测量磨损会增加人力和

时间成本,数据处理成本也会增加。 寻求小训练样本下

高精度的预测模型,可有效减少数据采集和处理成本。
因此,本文对 DF 在小训练样本上的预测性能进行测试
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和分析。 对 3 组工况磨损数据下训练样本占比为 20% 、
30% 、40% 、50% 、60%和 70%的 6 种情况分别进行性能测

试,并对比 DF、RF、SVM 和 BPNN 的分类精度,对应的结

果如图 5 所示。

图 5　 C1、C2 和 C3 工况下训练集占比为 20% ~ 70%时的预测精度

Fig. 5　 Prediction
 

accuracy
 

of
 

C1,
 

C2
 

and
 

C3
 

working
 

conditions
 

with
 

training
 

set
 

accounting
 

for
 

20% ~ 70%

　 　 预测模型在 Python 平台中构建,RF、SVM 和 BPNN
调用 Python 平台中相应的函数实现。 SVM 采用“ RBF”
核函数,惩罚系数设置为 1,其余参数均采用默认参数。
RF 的树木数量为 20,最大深度为 3,其余参数为默认参

数。 BPNN 设置两个隐藏层,第 1 层的神经元数目为 20,
第 2 层神经元数目为 10,学习率为 0. 01,网络迭代训练

100 次。 DF 的结构及参数设置与 3. 1 节相同。 从图 5 可

知,在 3 组工况下的训练样本占比为 20% ~ 70%的 6 种情

况中,DF 获得的 3 个工况的刀具磨损分类精度都在 92%
以上,且训练样本占比为 20% 、30% 、40% 、50% 、70% 的情

况预测精度优于 RF、SVM 和 BPNN。 因此,DF 获得的刀

具磨损预测精度和稳定性都优于 RF、SVM 和 BPNN。

图 6　 C1、C2 和 C3 工况不同训练集占比的 DF 层数

Fig. 6　 DF
 

layers
 

with
 

different
 

training
 

set
 

accounting
 

under
 

C1,
 

C2,
 

and
 

C3
 

working
 

conditions

进一步分析图 5 可知,对 3 组工况下不同训练样本

占比的预测模型,DF、RF、SVM 和 BPNN 都没有重新调

参,RF、SVM 和 RF 并不能在每次预测中都获得优秀的预

测精度,而 DF 由于在每次训练的中都能自适应的确定

合适层数(图 6),故可保持良好的预测精度。 综上可知,
DF 可在小训练样本条件下得到很好的训练,表现出良好

的预测精度和稳定性。

为进一步测试基于 DF 的刀具磨损状态预测模型的

稳定性,从 3 种工况的样本中随机选取 30%作为测试集,
运行 10 次,利用 DF 进行预测并记录预测精度(图 7)。
图 8 所示为 3 种工况下 DF 随机运行 10 次的层数。 图 9
所示为图 7 中预测精度的最大值、最小值、平均值和标

准差。

图 7　 DF 在 C1、C2 和 C3 上随机运行 10 次的准确度

Fig. 7　 Accuracy
 

of
 

DF
 

running
 

10
 

times
 

randomly
 

on
 

C1,
 

C2
 

and
 

C3

3. 3　 DF 的特征选择能力分析

　 　 DF 具有自动选择特征的能力,在进行刀具磨损状态

预测时,可不进行额外的特征选择操作。 为分析 DF 的

特征选择能力,本文选择常用的特征选择方法( RFECV、
MIC 和 GA)和传统机器学习方法( RF、SVM 和 BPNN)构

建刀具磨损状态的预测模型,与 DF 的预测模型进行对

比。 RF、SVM 和 BPNN 的关键参数设置与 3. 2 节相同。
在 RFECV 中,决策树作为基学习器,并利用 3 折交叉验

证计算平均准确度;设置 MIC 阈值为 0. 7,即选取与刀具
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图 8　 DF 在 C1、C2 和 C3 上随机运行 10 次的层数

Fig. 8　 Layers
 

of
 

DF
 

running
 

10
 

times
 

randomly
 

on
 

C1,
 

C2
 

and
 

C3

图 9　 DF 在 C1、C2、C3 和整体的准确度的评价指标

Fig. 9　 Evaluation
 

metrics
 

of
 

DF
 

accuracy
 

in
 

C1,
 

C2,
 

C3
 

and
 

the
 

whole

磨损相关信息系数大于 0. 7 的特征;GA 的种群大小、交
叉率、变异率和迭代次数分别为设置为 28、0. 8、0. 001 和

40,皮尔逊系数作为适应度函数。 利用 RFECV、MIC 和

GA 分别对 3 组工况提取的 110 维特征进行特征选择,获
得与刀具磨损相关度高的最优特征子集。

对于 C1、 C2 和 C3 工况的数据, DF、 RF、 SVM 和

BPNN 不采取额外特征选择操作的预测精度,和 RF、SVM
和 BPNN 分别基于 3 种特征选择方法后的预测精度结果

如表 4 所示,模型的训练集都为 70% 。
从表 4 可以看出,在 C1、C2 和 C3 工况数据上,相比

RF、SVM 和 BPNN,DF 都获得了最高预测准确度,分别为

95. 35% 、96. 63%和 97. 06% 。
针对 C1、C2 和 C3 工况,进行额外的特征提取操作

的模型共 27 个,其中对比 3 个传统的机器学习模型

(RF、SVM 和 BPNN),预测精度提升的模型有 14 个,

　 　 　 　表 4　 在 C1、C2、C3 工况测试集上的预测精度对比

Table
 

4　 Comparison
 

of
 

prediction
 

accuracy
 

on
 

test
 

set
 

of
 

C1,
 

C2
 

and
 

C3
 

working
 

conditions %

模型 C1 C2 C3

RF 95. 35 95. 51 89. 71

RFECV-RF 93. 02 95. 51 94. 12

MIC-RF 93. 02 96. 63 91. 18

GA-RF 91. 86 95. 51 94. 12

SVM 93. 02 94. 38 95. 59

RFECV-SVM 94. 19 94. 38 95. 59

MIC-SVM 94. 19 96. 63 95. 59

GA-SVM 94. 19 95. 51 94. 12

BPNN 94. 88 91. 91 93. 82

RFECV-BPNN 93. 14 92. 36 91. 91

MIC-BPNN 93. 37 95. 96 95. 44

GA-BPNN 95. 23 92. 36 93. 09

DF 95. 35 96. 63 97. 06

精度保持不变的有 5 个。 因此,整体而言,进行额外的特

征提取操作可提高传统机器学习方法的预测精度及效

率,但同时也会使预测精度存在一定程度的不确定性。
DF 模型可自主进行特征选择,获得高的预测精度,避免

了额外的特征选择操作带来的不确定性问题,同时展示

了良好的特征选择能力。
3. 4　 DF 模型的预测性能在 PHM 数据上的验证

　 　 为了进一步验证 DF 刀具磨损状态识别模型在多工

况下的预测性能,本文选取 PHM
 

2010 年高速数控机床

刀具健康预测竞赛的第 1 组开放数据[24] 测试。
基于 3. 1 节确定的深度森林内部参数,对 PHM

数据进一步测试 DF 在不同刀具结构和材料、工件材

料及加工参数组合下的小训练样本预测能力、稳定性

及特征选择能力。 使用 2. 1 节中的磨损阶段划分方

法来划分 PHM 数据的磨损阶段, 初始磨损阶段为

第 1 ~ 29 个样本( 0 ~ 75. 94 μm) ,正常磨损阶段为第

30 ~ 225 个样本( 75. 94 ~ 125. 1 μm) ,剧烈磨损阶段

为第 226 ~ 315 个样本 ( 125. 1 ~ + ∞ μm ) 。 采用与

2. 2 节相同的数据预处理和特征提取方法, 共获得

127 维特征,包括 63 维切削力特征、63 维振动特征和

1 维声发射特征。
图 10 所示为 DF、RF、SVM 和 BPNN 在 PHM 数据

下训练样本占比为 20% ~ 70% 的 6 种情况的分类

精度。
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图 10　 PHM 数据下训练集占比为 20% ~ 70%时的预测精度

Fig. 10　 Prediction
 

accuracy
 

of
 

PHM
 

data
 

with
 

training
 

set
 

accounting
 

for
 

20% ~ 70%

DF 的结构及参数设置与 3. 1 节相同,RF、SVM 和

BPNN 的参数设置与 3. 2 节相同。 从图 10 可以看到,
DF 在训练集占比为 20% ~ 70% 的 6 种情况下的预测精

度都达到 98% 以上,且大部分情况其预测精度都高于

RF、SVM 和 BPNN。 由此,表明 DF 模型在小训练样本

下可得到有效训练,具有良好的预测精度和稳定性。
从 315 组样本中随机选取 30% 作为测试集,运行 10

次进行稳定性测试,得到 DF 每次的预测精度如图 11 所

示。 图 11 中 10 次的预测精度都在 96. 5% 以上,表明 DF
在 PHM 数据工况下也具有较高稳定性。

图 11　 DF 在 PHM 数据上运行 10 次的准确度

Fig. 11　 Accuracy
 

of
 

DF
 

running
 

10
 

times
 

on
 

PHM
 

data

使用与 3. 3 节相同的特征选择方法(RFECV、MIC 和

GA)对 PHM 数据的特征进行选择,将得到的最优特征子

集分别输入 RF、SVM 和 BPNN 中得到对比结果如表 5
所示。

由表 5 可以看出,在 PHM 数据上,DF 除了与 GA-
SVM 和 BPNN 达到了相同的预测精度( 98. 95% ) 外,比
其他模型上的预测精度都高,BPNN 也是没有经过特征

选择直接进行预测的,但在 3. 3 节的实验数据中,其获得

的预测精度没有 DF 高。 由此,进一步验证了 DF 良好的

特征选择能力,没有经过特征选择步骤也能获得高的预

测精度。

表 5　 在 PHM 数据测试集上的预测精度

Table
 

5　 Prediction
 

accuracy
 

on
 

test
 

set
 

of
 

PHM
 

data

模型 准确度 / %

RF 96. 84

RFECV-RF 97. 90

MIC-RF 95. 79

GA-RF 95. 79

SVM 97. 90

RFECV-SVM 97. 90

MIC-SVM 97. 90

GA-SVM 98. 95

BPNN 98. 95

RFECV-BPNN 97. 90

MIC-BPNN 98. 21

GA-BPNN 98. 11

DF 98. 95

4　 结　 　 论

　 　 为寻求适应于多工况的少调参、高精度的刀具磨损

状态预测模型,本文针对多工况下多传感器和磨损数据,
提取的切削力、振动和声发射的时域、频域和时频域特

征,利用深度森林分别构建适应多工况的刀具磨损状态

预测模型,并分析及验证了 DF 模型的训练自适应性、参
数敏感性及预测精度、小训练样本预测能力、稳定性及特

征选择能力。
本文对 3 组不同加工参数组合,利用 DF 不同内部

参数(树木棵树) 下的模型预测 3 组工况的磨损状态,
验证了 DF 模型对内部参数的不敏感性;在选定的树木

棵树及自适应确定的层数下,3 组工况的预测精度分别

为 95. 35% 、96. 63% 和 97. 06% ,表明 DF 模型无需重新

调参,便可高精度的预测不同工况下的刀具磨损。 利

用 DF 分别预测训练样本占比为 20% ~ 70% 的 6 种情况

下的磨损状态,3 组工况磨损状态分类精度都在 92% 以

上,且结果比 RF、SVM 和 BPNN 稳定,表明了 DF 在小

训练样本下具有良好的预测精度;对 3 组工况的测试

集随机划分 10 次,并运行 DF 模型,准确度均在 92% 以

上,验证了 DF 模型的稳定性。 对比特征选择方法

( RFECV、MIC 和 GA) 和机器学习方法 ( RF、 SVM 和

BPNN)构建的磨损状态识别模型,DF 模型均优于其他

模型。 表明了 DF 模型良好的特征选择能力。 使用

PHM 公开数据集测试 DF 模型在变工况( 不同工件材

料、刀具材料和结构)的预测性能,进一步验证了 DF 在

不同工况下优秀的预测性能。
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本文测试了不同加工参数组合等多工况下 DF 预测

刀具磨损的效果,但实际工程中的多工况是一个极为复

杂的加工环境,常见多工况还包括不同铣削方式和不同

工件形状等。 因此,后期将研究不同切削方式及工件形

状等多工况,系统性探索复杂工业环境下 DF 模型的磨

损状态识别能力。
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