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PUDet:基于生成上采样网络的 3D 目标检测方法∗
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摘　 要:基于 LiDAR 的 3D 目标检测在性能上表现出色,但前景目标点云分布不均匀,往往削弱了其几何特征的表达。 同时,远
距离目标通常点数稀少,进一步影响检测效果。 为此,提出了一种创新框架 PUDet,将生成模型融入判别式检测器中。 利用带

有先验知识的点云上采样网络,增强前景目标的几何细节,从而帮助检测器实现更精确的预测。 PUDet 包含 2 个关键模块:针
对近距离目标的 LDEM,通过优化点云分布来提升检测效果并降低计算成本;针对远距离目标的 DDAM,通过增加点密度更清

晰地勾勒物体轮廓。 为了验证几何轮廓的优化效果,在增强前后分别对近距离和远距离目标的均匀损失进行了实验对比,证明

了 LDEM 和 DDAM 的有效性。 本研究还通过目标点云的注意力图展示了模型对关键区域的关注程度,从而进一步分析了精度

提升的内在机制。 在 KITTI 测试集上的实验结果表明,PUDet 将基线模型 CT3D 的 mAP 提升了 1. 84 个百分点。 本研究为 3D
目标检测领域提供了一种新的方法,并为自动驾驶等应用场景中的精确目标识别和处理提供了更准确、可靠的支持。
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Abstract:LiDAR-based
 

3D
 

object
 

detection
 

achieves
 

superior
 

performance.
 

However,
 

the
 

unevenly
 

distributed
 

point
 

clouds
 

on
 

foreground
 

objects
 

can
 

weaken
 

their
 

geometric
 

representation.
 

Meanwhile,
 

far-away
 

objects
 

typically
 

have
 

very
 

few
 

points,
 

which
 

further
 

impairs
 

detection
 

performance.
 

In
 

this
 

article,
 

a
 

novel
 

framework
 

PUDet
 

is
 

presented,
 

which
 

integrates
 

generative
 

models
 

into
 

discriminative
 

detectors.
 

A
 

point
 

cloud
 

upsampling
 

network
 

is
 

leveraged
 

with
 

prior
 

knowledge
 

to
 

enhance
 

the
 

geometric
 

details
 

of
 

foreground
 

objects,
 

aiding
 

the
 

detector
 

in
 

achieving
 

more
 

accurate
 

prediction.
 

PUDet
 

incorporates
 

two
 

key
 

modules:
 

LDEM
 

for
 

nearby
 

objects,
 

which
 

optimizes
 

point
 

distribution
 

while
 

minimizing
 

computational
 

costs,
 

and
 

DDAM
 

for
 

distant
 

objects,
 

which
 

increases
 

point
 

density
 

to
 

better
 

delineate
 

object
 

contours.
 

To
 

evaluate
 

the
 

optimization
 

of
 

geometric
 

contours,
 

the
 

uniform
 

loss
 

of
 

close
 

and
 

long-distance
 

targets
 

before
 

and
 

after
 

enhancement
 

is
 

experimentally
 

compared,
 

showing
 

the
 

efficacy
 

of
 

LDEM
 

and
 

DDAM.
 

This
 

article
 

also
 

displays
 

the
 

attention
 

maps
 

on
 

object
 

point
 

clouds,
 

explaining
 

the
 

observed
 

accuracy
 

gains.
 

Experimental
 

results
 

on
 

the
 

KITTI
 

testing
 

set
 

show
 

that
 

the
 

proposed
 

framework
 

improves
 

the
 

baseline
 

CT3D
 

by
 

1. 84
 

mAP,
 

confirming
 

the
 

effectiveness
 

of
 

PUDet.
 

This
 

work
 

introduces
 

a
 

novel
 

approach
 

to
 

3D
 

object
 

detection,
 

enhancing
 

precision
 

and
 

reliability
 

in
 

object
 

recognition
 

for
 

applications
 

like
 

autonomous
 

driving.
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0　 引　 　 言

　 　 3D 目标检测算法通过实现精确的物体识别与检测,
提升了智能城市和城市区域中自动驾驶车辆的安全

性[1-4] 。 当前基于 LiDAR 的 3D 检测器通过提取采集到的

点云特征,并通过检测头对边界框进行分类和回归[5-7] 。
LiDAR 通过激光脉冲测距生成线性或带状点云,覆盖近距

离前景目标的表面。 然而,这些点云的几何分布通常不均

匀,导致形状信息表达不足。 此外,点云密度会随着距离
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的增加显著降低,远处目标通常以极为稀疏的点云形式呈

现,有时甚至仅由寥寥数点构成[8-9] 。 针对这些形状信息

不足且稀疏的点云数据,将其转化为均匀分布且密集化的

格式,不仅能够提供更全面的表面覆盖,还能显著提升特

征提取的质量,从而直观地增强检测器的精度。
生成模型在从受损数据中重建精细结构方面表现出

非凡的能力,这在图像超分辨率任务中尤为显著[10-13] 。
通过将低分辨率、带有噪声的图像转换为视觉上更加清

晰、细腻的高分辨率图像,这些模型揭示出原本隐藏或模

糊的细微细节,能够赋予数据新的生命。 同样地,LiDAR
点云数据在远距离或被遮挡的物体上常常表现得稀疏且

不完整,这种特性限制了后续感知检测器的有效性。 受

图像超分辨率任务的启发,生成模型可以通过对点云数

据的“上采样” 提供一种解决方案[14-16] 。 这些模型不仅

能够重建缺失或遮挡区域,还可以通过增强细节和提升

精度来丰富数据集,类似于将低分辨率图像转换为高清

晰度的输出。 增强后的点云数据蕴含更丰富的几何细

节,能够帮助判别模型更精确地解析和理解复杂的空间

结构,从而显著提升其在复杂环境中的性能表现。
本文提出了点云上采样 3D 目标检测框架点云上采

样 3D 检 测 器 ( point
 

cloud
 

upsampling
 

3D
 

detector,
 

PUDet),旨在提升自动驾驶环境中 3D
 

LiDAR 点云的分

辨率。 由于场景中点云数据量巨大,直接对整个数据集

进行上采样在计算成本上往往是难以承受的。 因此,
PUDet 通过区域提议网络(region

 

proposal
 

network,
 

RPN)
识别出感兴趣区域(region

 

of
 

interest,
 

ROI),并采用选择

性上采样策略来增强这些区域内点云的表示效果。 为优

化计算资源,PUDet 在近距离前景物体上使用最远点采

样方法(farthest
 

point
 

sampling,
 

FPSamping),以确保增强

后的点数保持在合理范围内,并均匀分布于物体表面,从
而提升几何表达的准确性。 此外,该方法还能够有效增强

远距离稀疏点云的分布密度。 最终,PUDet 将优化后的点

云输入检测器,用于后续的边界框分类与精细化回归。
本文的主要贡献包括:
1)无需依赖图像数据的高效密度增强方法:不同于

以往利用 2D 图像检测结果生成虚拟点以增强目标的方

法[8] ,或使用深度补全网络对整个场景进行密集化处

理[17] ,PUDet 完全独立于图像数据。 无需额外的预处

理,直接利用精心训练的点云上采样网络,专注于强化前

景目标的潜在细节表达。
2)通过生成模型优化数据分布:提出了一种简单而

高效的方法,将点云生成模型与判别式 3D 目标检测相结

合。 对于近距离目标,通过减少冗余点云,优化了空间分

布,在更少的点云中精确捕捉关键几何特征;而对于远距

离目标,则通过增加稀疏区域的点云密度,丰富关键结构

信息,显著缓解了因距离差异导致的点云密度失衡问题,

增强了对远距离目标的几何表达能力。
3)适用于现有当前最优算法(state

 

of
 

the
 

art,
 

SOTA)
检测器的即插即用模块:本文的框架能够作为现有 3D 检

测器的即插即用模块。 本文算法在 KITTI 数据集[18] 上

进行了广泛实验(详见第 4 章),验证了 PUDet 算法各组

件的有效性。 增强后的点云分布显著提升了现有 SOTA
模型 CT3D[19] 检测器的性能,在 KITTI 数据集上带来了

1. 84
 

平均精度(mean
 

average
 

precision,mAP
 

)的提升,并
在 nuScenes 数据集[20] 上实现了 2. 6

 

mAP 的提升。

1　 相关工作

1. 1　 基于 LiDAR 的 3D 目标检测

　 　 在 3D 目标检测任务中,稀疏点云通常作为主要输入

用于生成边界框预测[21-28] 。 单阶段模型[29-32] 通过直接从

点云中提取全局和局部几何特征,快速完成目标的分类

与定位。 Pillarnext[33] 通过优化数据聚合来提升检测精

度,而 Voxelnext[34] 则利用纯稀疏体素特征,避免了因密

集转换带来的高计算成本。 两阶段检测方法[7,35-38] 在

第 1 阶段充分利用原始点云及其提取的初步特征生成候

选区域,并在第 2 阶段对这些候选区域进行精细化处理,
从而显著提升检测的精度和鲁棒性。 在本文中,算法基

于先进且性能鲁棒的两阶段检测器 CT3D[19] ,通过增强

点云分布,展现了显著的性能提升。
1. 2　 点云增强方法

　 　 点云因形状缺失、稀疏性及分布不均,削弱了其对

3D 场景目标的几何表征,进而影响了检测器对其特征的

解析。 一些跨模态交互方法[39-41] 将稀疏点云与预训练图

像分割网络生成的语义特征相结合。 然而,这类方法受

限于分割模型的稳定性,并依赖复杂的初始数据预处理,
限制了其实用性。 本文方法在训练过程中直接对点云进

行上采样,无需依赖图像数据。 另一种方法是将三原色

光(red-green-blue,
 

RGB)信息映射到 3D 空间,通过深度

补全生成虚拟点[8,17,42] ,部分研究通过优化设计减少虚

拟点过度密集的问题并过滤噪声[4] 。 相比之下,本文方

法不仅能够精确控制目标区域的点云数量,还利用具有

先验知识的生成模型,有效避免了噪声点的引入。
与本文方法最接近的是一些基于 LiDAR 的检测器,

这些方法通过手工设计模块生成语义点云,以缓解稀疏

性和遮挡问题[6,43-46] 。 然而,这类方法高度依赖训练过程

的质量和稳定性,对复杂场景的适应性有限。 相较而言,
本文引入在通用数据集上预训练的生成网络,并在训练

过程中固定其权重。 在加快了模型收敛速度的同时,还
提升了网络对真实世界前景物体多样性和复杂性的泛化

能力。
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1. 3　 可学习的点云上采样

　 　 近年来的研究重点集中于从低分辨率输入中提取细

粒度的语义特征,生成更密集的点集以重建物体的基础

表面[14-16,47-48] 。 然而,这类模型在训练完成后通常只能支

持固定的上采样率。 相比之下,Grad-PU[49] 通过将上采

样过程分为中点插值和位置细化,成功实现了对任意上

采样率的适配。 在本文中,模型采用这一上采样模型来

改善点云分布,并填补前景区域中的小空隙,有效提升了

3D 检测器的性能。

2　 PUDet 网络

　 　 本文提出了一种名为点云上采样 3D 目标检测

(PUDet)框架,具有简洁且高效的设计,旨在提升两阶段

3D 目标检测架构的性能。 使用在通用数据集上预训练

好的生成式点云上采样网络,PUDet 对候选区域内的数

据进行选择性增强,以提升网络对目标的分类与定位能

力。 如图 1 所示,算法的候选区域增强过程从柱状区域

选择模块开始。 柱状区域选择模块根据候选框中的点

云,判断每个框内是否包含近前景或远前景目标,以此调

整相应的采样策略。 随后,局部分布增强模块 ( local
 

distribution
 

enhancement
 

module,
 

LDEM)用于优化近距离

目标的点云分布,强化关键细节以获取更加精确的几何

轮廓;远距密度增强模块 ( distant
 

density
 

augmentation
 

module,
 

DDAM)针对远距离目标的稀疏点云进行密度提

升,补充更多有效的几何信息。

图 1　 PUDet 框架

Fig. 1　 PUDet
 

framework

2. 1　 柱状区域选择模块

　 　 由于自动驾驶场景中激光雷达点云数据覆盖了大范

围的空间,其中包括大量背景信息,若对整个场景的点云

实施无差别的上采样,将不可避免地引入大量冗余信息与

计算开销,降低算法的效率与精度。 一种更有效的策略是

利用两阶段检测框架中区域提案网络(RPN)的输出结果,
初步筛选出可能含有前景目标的候选区域,并集中增强其

中的点云。 尽管 RPN 生成的候选区域通常存在覆盖不全

或定位误差等问题,但它们仍提供了较为可靠的信息,使
后续增强过程能够更加精准地聚焦于目标区域内。 本文

基于此设计了柱状区域选择模块,通过在感兴趣区域上构

建垂直延伸的柱状体,以更完整地捕获潜在的目标点云,
并根据区域内点云密度自适应地进行目标分类与采样,为
后续差异化的上采样处理提供高质量的前景点云。

具体来说,柱状区域选择模块包括柱状区域提取与

自适应分类采样 2 个关键步骤:
1)柱状区域提取:考虑到 RPN 生成的初始 3D 候选

框在 经 过 非 极 大 值 抑 制 ( non
 

maximum
 

suppression,
 

NMS)处理后,虽然能够有效去除冗余的提案框,但产生

的感兴趣区域(RoI)往往难以准确捕捉完整的前景目标,
尤其是在目标轮廓附近的点云容易丢失。 为了增强候选

区域的完整性,避免边界截断导致的前景信息损失,本文

采用柱状体对 RoI 区域进行了扩展。 具体来说,对于每

个候选区域 roi_box i,其中心坐标为(xb
i ,y

b
i ,z

b
i ),尺寸为

( lbi ,w
b
i ,h

b
i ), 定义一个无限高度的圆柱体,其半径为:

ri = α
lbi
2( )

2

+
wb

i

2( )
2

(1)

式中: α 为超参数,表示柱状区域的系数。
对于场景中的每个点云数据 p = (x,y,z), 若满足

式(2),则该点被归入 roi_box i 内的点云集合 i。

(x - xb
i )

2 + (y - yb
i )

2 ≤ ri (2)
使用柱状体扩展候选区域进行点云提取具备明显优

势:首先,通过适度扩展候选区域,有效减少了因 RPN 预
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测误差导致的目标边缘点云截断问题,提升了点云的完

整性;其次,柱状体在水平方向上覆盖更广,能够更好地

适应目标姿态变化,使点云增强过程更具鲁棒性;此外,
柱状体在高度方向上不受限制,避免了传统 3D 边界框因

目标类别差异导致的高度截断问题,确保所有潜在前景

点云都被完整保留,为后续的点云增强提供更加丰富的

输入数据。
2)自适应分类采样:由于激光雷达点云的密度随目

标距离的增加而急剧下降,不同目标实例内的点云数量

存在显著差异。 近前景目标通常包含大量点云,而远前

景目标则极为稀疏。 这种不均衡性若不经过处理,将导

致上采样时对高密度目标的冗余增强,以及对低密度目

标信息的不充分补充,背离算法的初衷。 因此,本模块进

一步对提取的柱状区域点云进行自适应分类采样,以实

现针对性的点云增强策略。
具体而言,设定点云数量的阈值为 Nsample,roi_box i 可

以分为两类:
(1)若 roi_box i 内的点云数量超过 Nsample(包含等于

的情况),则视作近前景区域,即 roi_boxnear
i 。 由于近前景

区域点云较为密集,直接使用全部点云可能导致冗余信

息过多,并增加计算负担,因此采用最远点采样算法

FPSamping,从 i 中采样Nsample 个点,得到点集 near
i 。 相

比于随机采样,FPSamping 在点云分布的均匀性上具有

显著优势,能够有效覆盖目标表面,避免信息集中于局部

区域,从而确保降采样后的点云仍然能够完整表达目标

的几何结构。
(2)若 roi_box i 内的点云数量低于 Nsample,则视作远

前景区域,即 roi_box far
i 。 由于远前景区域点云本身极为

稀疏,进一步采样会导致关键信息丢失,因此直接将原始

点云集合 i 作为最终点集 far
i 。

自适应分类采样过程不仅提高了计算效率,同时使

近前景区域在降采样后仍能保留完整的几何信息,远前

景区域的稀疏点云得以充分利用,避免关键结构信息的

丢失。 接下来将基于此进一步优化点云分布,使不同的

前景目标具备更加完整的几何特征,从而提升检测的精

确度与稳定性。
2. 2　 点云上采样策略

　 　 如 1. 2 节分析,以往的研究通常依赖多模态输入,如
结合点云和图像的特征,通过图像分割或深度补全生成

补充信息。 然而,这类方法不仅在网络训练前需要进行

大量复杂的数据预处理,还高度依赖于多模态特征的对

齐质量和单一模态的稳定性,限制了其在实际场景中的

适用性。 本文方法通过引入融合了丰富先验知识的高质

量生成点云上采样网络,以端到端的方式进行点云优化。
该过程由 2 个关键模块组成,分别针对点云的分布均匀

性与稀疏性问题进行针对性增强,从而提升点云的几何

细节表达和目标检测性能。 下面,首先简要概述点云上

采样网络的关键步骤,然后构建局部分布增强模块和远

距密度增强模块,以改善数据分布并丰富几何信息。
1)点云上采样网络

点云上采样旨在通过学习训练数据中的几何特征分

布,将给定的稀疏点云转化为密度更高且更加精细的点

云集合,以更精细地描述物体表面的几何结构。 这一问

题在本质上与图像超分辨率任务类似,都是通过已有的

数据分布对稀疏或退化数据进行细节重建,但点云数据

自身的不规则性和无序性使其面临独特挑战。 与图像空

间中规则、连续排列的像素不同,点云数据在空间分布上

缺乏明确的拓扑结构,难以直接应用传统基于规则网格

的插值或卷积操作。 此外,为了高质量地还原三维目标

的真实几何结构,新生成的点不仅需要准确地落在物体

表面,还需要遵循原始数据中隐含的局部和全局几何特

征分布,以避免几何形态的扭曲或不一致性。 因此,点云

上采样的核心难点在于如何从无序且不规则的数据中学

习稳定而泛化的几何表示。
Grad-PU 算法通过一种两阶段的框架解决了上述点

云上采样中的关键问题[49] 。 首先,网络将上采样过程解

耦为 2 个步骤:在欧几里得空间中通过中点插值直接对

输入的低分辨率点云进行上采样,而非在特征空间中进

行扩展,这使得特征学习网络与上采样模块分离,从而支

持任意上采样率;其次,将插值后的粗糙点云与高分辨率

真实点云之间的差异建模为逐点距离的优化问题,以实

现对任意拓扑结构的有效处理,缓解了传统方法中因几

何位置估计误差导致的噪声问题。
具体来说,给定一个包含 N 个点的点集 = {p i}

N
i = 1,

点云上采样网络的目标是生成一个包含 rN 个点的密集、
均匀,且高保真的点集 = {q j}

rN
j = 1,其中 r 是上采样率。

首先,利用中点插值方法对输入的低密度点云 进行空

间上的密度增强。 具体地,对于每一个输入点 p ∈ , 先

通过 K 近邻算法(K-nearest
 

neighbors,
 

KNN)在欧氏空间

内搜索得到其邻域点集合:
k(p) = {p1,p2,…,pk} (3)

随后,对每个点 p 与其邻域点集合中的每个点

p l ∈ k(p), 计算中点作为候选插值点,即:

p interp =
p + p l

2
,∀p l ∈ k(p) (4)

在此过程中生成了大量的初始插值点,然而这些点

的分布存在冗余且不均匀的问题。 因此,通过最远点采

样(FPSamping)进一步从这些插值点中挑选出具有代表

性的 rN 个点作为中间差值点云集合 I:

I = FPS
p + pl

2
,∀pl ∈ k(p),∀p ∈{ } ,rN( ) (5)

经过初始插值后得到的点云 I 仍然存在位置不准
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或分布不均的问题,需要通过细化步骤对插值点的位置

进行进一步修正,以更贴近高分辨率真实点云 G。 为了

实现这一目的,可以将点云的细化建模为一个迭代优化

问题,即通过迭代实现 I 与 G 之间的差异最小化来逐步

逼近理想位置。 具体而言,对于中间差值点云集合 I 中

的每个点 p,定义其与高分辨率真实点云 PG 之间的点对

点距离函数,即:
F(p) =min

 

p̂∈ G

‖p -
 

p̂‖2 (6)

式中:
 

p̂表示 G 中与 p距离最近的点;‖·‖
 

2表示欧几里

得距离。 相较于直接预测三维空间坐标,F(p) 这一距离

函数更容易学习,且无需显式提取目标物体表面,适用于

任意拓扑结构。 细化过程的目标是通过迭代优化,逐步

减小 I 中的点与 G 之间的 F(p)。 点 p 的位置更新基于

梯度下降进行迭代优化,公式为:
p t +1 = p t - λ ΔF(p t),t = 0,…,N iter - 1 (7)

式中: p0 表示初始插值点集 I 中的点;p t 是第 t次迭代后

的位置;λ 表示迭代步长; ΔF(p t) 是点对点距离函数

F(p t) 的负梯度,表示插值点向高分辨率点云 G 位置移

动的最佳方向。
由于在推理阶段无法获得真实点云集合 G, 因此需

要一种能够近似点对点距离函数 F(p) 的机制来指导插

值点云的细化过程。 如图 2 所示, 点对点距离网络

(point-to-point
 

distance
 

network,
 

P2PNet) 由 2 个主要模

块组成:特征提取器和距离回归器,输入插值点云集合

I, 最终产生每个插值点与目标真实点云表面之间的距

离预测,从而引导插值点逐步逼近潜在物体的表面。

图 2　 点对点距离网络

Fig. 2　 Point-to-point
 

distance
 

network

　 　 特征提取器利用层次化的特征提取机制,获取插

值点 p ∈ I 的局部特征与全局特征,以充分表征局部

区域和整体几何结构的信息。 具体来说,首先通过多

层感知机( multilayer
 

perceptron,
 

MLP) 将 I 投影到高

维空间,获得局部特征 l0 ;然后通过 3 个密集块分别提

取出局部特征 { l1 ,l2 ,l3 } , 其中每个密集块包含 3 个卷

积组( MLP +点云 3D 卷积[49] ) 和 1 个过渡层。 最终通

过最大池化操作获得全局特征 g。 随后,距离回归器基

于上述提取的丰富特征,通过一个 4 层的 MLP 预测每

个插值点与目标真实表面之间的点对点距离 FN( p) ,
以指导点云位置的精细化调整。 为提升模型的鲁棒

性和泛化性能,P2PNet 在训练过程中还引入了随机扰

动策略,以模拟真实数据中可能存在的采样误差与

不确定性。 由式( 7) ,引入 P2PNet 的迭代过程可以表

示为:
p t +1 = p t - λ ΔFN(p t),t = 0,…,N iter - 1 (8)
上述迭代优化过程进行 N iter 次,插值点逐渐收敛到

目标物体的真实表面位置,获得空间分布更加均匀、几何

细节更加完整的高质量点云
Niter
I , 记为 U。

2)先验知识

本文使用在 PU1K 数据集[50] 上训练的上采样模型进

行点云上采样。 PU1K 数据集包含 1
 

147 个 3D 模型,涵盖

了与自动驾驶场景中动态前景目标(如车辆、行人和骑行

者)几何形状相似的物体。 通过在该数据集上的训练,点
云上采样网络掌握了丰富的几何先验知识,能够更好地捕

捉和重现目标的几何特征。 具体而言,该网络通过细化点

云细节,优化点云的分布均匀性,有效填补因遮挡或稀疏

性导致的间隙与空洞,同时保持目标的结构完整性。 这种

生成式上采样方法通过对目标表面细节的高保真重构,为
判别式 3D 目标检测系统提供了更高质量的输入数据。

3)局部分布增强模块

局部分布优化模块旨在针对近前景区域点云的分

布不均及轮廓缺失等问题,通过生成式上采样网络补

充细节信息,增强目标的几何一致性,恢复目标完整的

结构特征,特别是在因遮挡或扫描不均匀造成的数据

缺失区域。 该模块主要包含 2 个处理步骤:点云上采

样和关键点提取,以实现近前景区域的点云分布优化

和计算效率平衡。
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(1)点云上采样:为了提升点云质量,局部分布优化

模块首先对经过柱状区域选择模块筛选出的点云 near

进行上采样,该过程应该具备的特点为:
a)局部结构一致:新增点云应遵循原始点云的局

部几何约束,避免在局部区域产生异常密集或空洞的

情况;
b)全局形态保持:上采样后的点云应在整体形态上

与目标真实表面一致,避免几何变形或结构扭曲;
c)特征信息补全:对于因遮挡或扫描限制而丢失的

区域,新增点云应能够合理补全,使得目标的轮廓更加

完整。
如 2. 1 节所述,Grad-PU 网络在 PU1K 数据集上经过

充分训练后,具有良好的三维几何补全能力,能够生成符

合真实目标拓扑结构的高质量点云。 本文利用该网络的

生成能力,将输入点云 near 映射至更高密度的表达形

式:首先通过对 near 执行中点插值(式(5)),生成更密

集的初始点云分布; 之后基于 P2PNet 的迭代优化

(式(7))调整插值点的位置,使其更均匀地分布在物体

表面,同时补全原始点云中缺失的区域。 最终得到增强

后的点云集合 near
U ∈ RrNsample×3。

(2)关键点提取:尽管上采样能够补充丢失的几何信

息,但过高密度的点云可能引入冗余信息,不仅增加计算开

销,还可能干扰检测过程。 为此,模型进一步引入关键点提

取步骤,采用最远点采样算法(FPSamping)从 near
U 中筛选出

Nafterpu 个关键点,形成新的点集 near
aug ∈ RNafterpu×3, 不但能够

最大化点云在目标表面的覆盖范围,同时增强目标轮廓

的清晰度,使检测模型能够更精准地提取形状特征。
4)远距密度增强模块

远距离目标的点云稀疏性严重削弱了其在 3D 目标

检测中的可辨识性,尤其在深度学习模型高度依赖数据

特征的情况下,有限的点云信息难以提供充分的几何约

束,使得现有检测算法在远前景区域的性能大幅下

降[51] 。 为了提升远距离目标的几何完整性并增强点云

的特征表达,远距密度增强模块通过生成式上采样策略

补全稀疏点云信息,从而提升检测的鲁棒性。
该模块首先对经过柱状区域选择模块筛选出的点云

far ∈ RN′×3 使用 Grad-PU 网络进行上采样,生成更高密

度的增强点集 far
U ∈ RrN′×3,r为上采样倍率。 然而,由于

不同前景区域的初始点云数量存在显著差异,单纯按照

固定比例扩充点云可能导致部分区域仍然稀疏,而另一

些区域则生成过密点云,影响几何一致性。 这种不均匀

性不仅影响目标的空间分布,还可能在特征学习过程中

引入偏差,降低检测模型对远距离目标的识别能力;此
外,从信号处理的角度分析,点云可以被视为对连续目标

表面进行的离散采样,因此其重建质量依赖于采样点的

密度分布。 根据香农采样定理 ( Shannon’s
 

sampling
 

theorem) [52] ,若采样频率低于信号的奈奎斯特率( Nyquist
 

rate),则原始信号无法在不失真的情况下恢复。 在点云

数据中,这意味着当某一区域的初始点云过于稀疏时,即
便进行上采样,也难以有效重建物体的几何结构,导致形

态扭曲或局部信息缺失。 因此,仅依赖固定倍率的上采

样策略难以满足不同区域的点云补全需求,需要根据原

始点云的密度自适应调整补全策略,以保证整体点云分

布的均匀性和几何保真度。
为了在不同区域保持一致的点云密度,本文设置了

一个点云数量阈值 Nafterpu 以衡量区域的几何信息完整

性。 当上采样后的点云数量 far
U 超过 Nafterpu 时,表明该

区域的几何信息较为完整, 此时采用最远点采 样

(FPSamping)从 far
U 中筛选出 Nafterpu 个空间分布均匀且

信息丰富的点,以优化点云的空间分布,在保留关键几何

细节的同时,避免了不必要的计算冗余;而当上采样后的

点云数量仍然低于Nafterpu 时,则说明该区域的原始信息极

度缺乏,即便经过上采样,仍不足以进行高质量的几何补

全。 在这种情况下,为确保网络输入维度的一致性,本文

采用零填充(zero-pad)标准化点数至 Nafterpu, 以便所有远

前景目标区域的点云能够在统一的框架下进行后续处

理。 上述过程可以公式化为:

far
aug =

FPS( far
U ,Nafterpu), far

U ≥ Nafterpu

ZeroPad( far
U ,Nafterpu), far

U < Nafterpu
{

(9)
2. 3　 候选区域优化网络

　 　 在获取 RoI 区域内经过增强的点云后,可直接引入

任意现有二阶段 3D 目标检测器中的候选区域优化网络,
对点云进行特征提取,并完成边界框的分类与回归预测

任务。 在本文中,模型采用 CT3D[19] ,该方法首先通过候

选区域到点特征的编码机制,将候选区域映射为点云特

征。 在此过程中,舍弃了点云的反射强度信息,仅保留三

维坐标以专注于几何结构的表达。 这些包含候选区域特

征的嵌入随后被输入逐通道编码的 Transformer 结构中,
该网络能够捕捉点云之间复杂而丰富的上下文依赖关

系,从而生成最终优化的检测结果。
2. 4　 训练损失

　 　 损失函数(loss
 

function)用于衡量模型预测结果与真

实值之间的差异,并通过梯度反馈引导网络参数的优化

方向,以逐步提升模型性能。 在 3D 目标检测任务中,损
失函数通常由分类损失和回归损失两部分组成:分类损

失用于预测目标的类别或存在性,而回归损失用于优化

目标的空间位置、尺寸及方向,使其更精确地贴合真实目

标。 在训练过程中,采用端到端的优化策略,整体损失函

数由 RPN 损失、3D
 

交并比( intersection
 

over
 

union,
 

IoU)
损失、置信度预测损失以及边界框回归损失组成。
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RPN 损失 LRPN 用于优化区域提案网络( RPN),其中

前景-背景分类误差通过二元交叉熵损失( binary
 

cross
 

entropy,
 

BCE)进行衡量,而候选框的坐标回归误差则采

用 Smooth-L1 损失进行优化。 该损失设计旨在提升提案

框的质量,确保高置信度的候选区域能够准确覆盖潜在

目标,为后续检测提供可靠的基础。
3D

 

IoU 损失 LIoU 通过计算预测框与真实框之间的

3D
 

IoU 来衡量其重叠程度,并据此优化检测框的定位精

度。 相比于仅依赖坐标误差的回归损失,该损失能够直

接作用于目标边界,促进预测框更准确地对齐真实目标,
特别是在尺度变化较大或目标密集的场景下发挥关键作

用,同时加速模型收敛。
置信度预测损失 Lconf 采用二元交叉熵损失 BCE 来

衡量提案框的目标存在概率,同时结合 IoU 引导的标签

分配策略,使模型能够更精准地区分前景与背景。 具体

来说,该损失根据提案框与真实目标的 IoU 计算匹配度,
并动态调整正负样本的权重,从而提升高质量 RoI 的置

信度评分,使检测网络更加关注匹配度较高的目标,同时

抑制低质量提案的干扰。
边界框回归损失 L reg 采用 Smooth-L1 损失计算检

测框与真实目标之间的偏差,并仅针对 IoU 超过设定

阈值的提案框进行优化。 该损失约束预测框在位置、
尺寸和方向上逐步逼近真实目标,从而提升目标边界

的回归精度,确保最终检测结果能够准确对齐目标

轮廓。
将上述 4 部分损失结合,形成最终的损失函数表

达式:
L = LRPN + LIoU + Lconf + Lreg (10)

3　 实验验证

3. 1　 实验设置

　 　 KITTI
 

3D 和 BEV 目标检测基准数据集[18] 是当前广

泛使用的评测标准之一, 包含 7
 

481 个训练样本和

7
 

518 个测试样本。 在实验中,本文遵循 MV3D[21] 的数

据划分方式, 将训练集划分为 3
 

712 个训练样本和

3
 

769 个验证样本。 评估指标采用 40 个不同召回率阈值

下的三维平均精度(3D
 

average
 

precision,
 

3D
 

AP),并在

简单(easy)、中等(moderate)和困难( hard)3 个难度级别

上进行全面评估。 汽车、行人和骑行者的交并比 IoU 阈

值分别设定为 0. 7、0. 5 和 0. 5。 nuScenes 数据集[20] 是一

项涵盖广泛的自动驾驶评测基准,包含 1
 

000 个场景,其
中 700 个用于训练,150 个用于验证,150 个用于测试。
nuScenes 官方提供的 3D 目标检测评估指标包括鸟瞰图

定位的平均精度 mAP 和 nuScenes 检测得分( nuScenes
 

detection
 

score,
 

NDS)。 NDS 在结合 mAP 的基础上,综合

考虑了物体属性(如尺寸、朝向和位置) 的回归精度,为
检测模型性能提供了更加全面的评价标准。

本文的实现基于开源代码库 OpenPCDet[53] ,并按照

VoxelRCNN[54] ,
 

CT3D[19] ,
 

以及 PointRCNN[55] 中对 3D 点

云输入的设置进行操作,以确保实验的可复现性和一致

性。 在非极大值抑制( NMS) 后,训练阶段选取 128 个

RoI 区域,而在推理阶段选择 100 个 RoI 区域。 在特征提

取时,柱状区域选择模块中的超参数 α 设置为 1. 2,每个

区域的采样阈值 Nsample = 256。 对于点云上采样网络,将
上采样率 r 设置为 4,细化迭代次数 N iter 设置为 2。 在训

练 PUDet 时,上采样网络的参数被冻结。 roi_box 内的点

云经过不同模块处理,最终每个区域包含 Nafterpu = 256 个

点云。 整个模型通过端到端的方式训练,使用 ADAM 优

化器[56] 和 one-cycle 策略[57] ,训练 80 个 epoch。 算法采

用余弦退火学习率策略,最大学习率设置为 0. 003 5。 训

练过程中使用一块 RTX4090
 

GPU,批处理大小设置为 4。
3. 2　 检测指标结果及可视化分析

　 　 1)KITTI 测试集

为了验证 PUDet 在不同难度级别下的性能优势,
在 KITTI 测试集上进行了全面的实验评估。 如表 1 所

示,所有结果均基于 0. 7
 

IoU 阈值和 40 个召回位置的

平均精度(3D
 

mAP)进行评估,基线结果以下划线标注

以便突出显示。 此外,表中输入模态中的标记,L 代表

激光雷达,I 代表图像。 PUDet 在中等( moderate) 和困

难( hard)级别上表现尤为突出,达到了最高的 3D 平均

精度,表明其在处理稀疏点云和复杂几何结构,尤其是

远距离目标检测时,能有效增强点云细节表达,提升目

标定位与分类精度。
具体而言,与基线方法相比,PUDet 在所有指标上

均实现了性能的全面提升,在 3D 检测 mAP 上提高了

1. 84% 。 然而,在简单级别上的表现相对较弱,这可能

是由于每个候选区域内仅包含 256 个原始点,而该级

别中候选区域常包含更多点云信息,这种限制可能影

响了检测精度。 尽管如此,PUDet 依然能够在复杂场景

和稀疏目标下展现出强大的几何补全与特征优化

能力。
本文方法在方向预测任务中也展现出了更高的稳定

性,实验结果如表 2 所示。 与其他在 3D 目标检测中应用

点云生成的算法,如 SPG,BtcDet 相比,PUDet 的优势主

要来源于上采样网络对几何信息的补全能力,使得预测

的目标朝向更加稳定和精确。 然而,在容易级别上,本文

算法的表现略逊于基线方法,这可能是由于容易级别的

提案框通常包含更多的原始点云,而 PUDet 主要针对点

云稀疏场景进行优化。 当提案区域仅包含 256 个原始点

时,点云上采样的收益相对有限,从而影响了在该难度级

别的性能表现。
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表 1　 各算法在 KITTI 测试集上的性能比较

Table
 

1　 Performance
 

comparison
 

of
 

various
  

algorithms
 

on
 

the
 

KITTI
 

testing
 

set (% )

模型
输入

模态

3D
 

目标检测

简单 中等 困难 3D
 

mAP

MV3D[2] L+I 74. 97 63. 63 54. 00 64. 20

F-PointNet[24] L+I 82. 19 69. 79 60. 59 70. 86

CLOCs[58] L+I 89. 16 82. 28 77. 23 82. 89

MMF[59] L+I 88. 40 77. 43 70. 22 78. 68

PI-RCNN[60] L+I 84. 37 74. 82 70. 03 76. 41

EPNet[61] L+I 89. 81 79. 28 74. 59 81. 23

EQ-PVRCNN[62] L+I 90. 13 82. 01 77. 53 83. 22

SECOND[30] L 83. 34 72. 55 65. 82 73. 90

PointPillars[29] L 82. 58 74. 31 68. 99 75. 29

TANet[63] L 84. 39 75. 94 68. 82 76. 38

PV-RCNN[37] L 90. 25 81. 43 76. 82 82. 83

PartA2[64] L 87. 81 78. 49 73. 51 79. 94

CIA-SSD[65] L 89. 59 80. 28 72. 87 80. 91

CT3D[19] L 87. 83 81. 77 77. 16 82. 25

SPG[6] L 90. 50 82. 13 78. 90 83. 84

BtcDet[44] L 90. 64 82. 86 78. 09 83. 86

SASA[66] L 88. 76 82. 16 77. 16 82. 69

GD-MAE[67] L 88. 14 79. 03 73. 55 80. 24

PG-RCNN[68] L 89. 38 82. 13 77. 33 82. 95

PUDet(本文) L 89. 89 83. 02 79. 35 84. 09

　 　 2)KITTI 和 nuScenes 验证集

为了进一步验证 PUDet 的通用性和有效性,本文在

KITTI 和 nuScenes 验证集上进行了系统性评估。 如表 3
和 4 所示。 表中所有结果均基于 0. 7

 

IoU 阈值的平均精

度(average
 

precision,
 

AP ) 进行评估,其中表 4 报告了

NDS、mAP 以及各类别的 mAP,涉及的缩写类别为:施工

车辆 ( construction
 

vehicle, C. V. )、 行 人 ( pedestrian,
Ped. )、摩 托 车 ( motorcycle, Motor. ) 和 交 通 锥 ( traffic

 

cone,T. C. )。 实验结果显示,PUDet 在多个基准数据集

上均表现出卓越的性能,与基线方法相比取得了显著提

升,充分证明了其在不同场景和任务中的适用性与鲁

棒性。
值得注意的是,在 nuScenes 数据集上,PUDet 在 mAP

指标上提高了
 

2. 6% ,在 NDS 指标上提升了
 

3. 3% ,表明

本文方法在大规模数据集上同样具有良好的适用性。 此

外,在 0. 5
 

IoU 阈值下的人行道检测和骑行者检测任务中

(详见表 5 ), PUDet 分别将人行道和骑行者检测的

　 　 　 　表 2　 各算法在 KITTI 测试集上的方向预测准确率比较

Table
 

2　 Comparison
 

of
 

direction
 

prediction
 

accuracy
 

of
 

various
 

algorithms
 

on
 

the
 

KITTI
 

testing
 

set (% )

模型
输入

模态

方向预测

简单 中等 困难 mAP

MV3D[2] L+I - - - -

F-PointNet[24] L+I - - - -

CLOCs[58] L+I 96. 77 95. 93 90. 93 94. 54

MMF[59] L+I - - - -

PI-RCNN[60] L+I 96. 15 92. 52 87. 47 92. 05

EPNet[61] L+I 96. 13 94. 22 89. 68 93. 34

EQ-PVRCNN[62] L+I 98. 22 95. 20 92. 47 95. 30

SECOND[30] L 90. 93 82. 55 73. 62 82. 37

PointPillars[29] L 93. 84 90. 70 87. 47 90. 67

TANet[63] L 93. 52 90. 11 84. 61 89. 41

PV-RCNN[37] L 98. 15 94. 57 91. 85 94. 86

PartA2[64] L 95. 00 91. 73 88. 86 91. 86

CIA-SSD[65] L 96. 65 93. 34 85. 76 91. 92

CT3D[19] L 96. 26 93. 20 90. 44 93. 30

SPG[6] L 40. 02 38. 73 38. 52 39. 09

BtcDet[44] L 39. 26 38. 00 36. 82 38. 03

SASA[66] L 96. 00 95. 29 92. 42 94. 57

GD-MAE[67] L 98. 31 95. 36 90. 19 94. 62

PG-RCNN[68] L 96. 64 95. 27 90. 37 94. 09

PUDet(本文) L 97. 31 95. 96 92. 73 95. 33

表 3　 基线方法与 PUDet 在 KITTI
 

验证集上

车辆检测的性能比较

Table
 

3　 Performance
 

comparison
 

of
 

vehicle
 

detection
 

between
 

baseline
 

and
 

PUDet
 

on
 

KITTI
 

validation
 

set (% )

召回

位置
模型

3D
 

目标检测

简单 中等 困难 3D
 

mAP

40

11

CT3D 92. 34 84. 97 82. 91 86. 74

PUDet 93. 51 85. 33 84. 02 87. 62

CT3D 89. 11 85. 04 78. 76 84. 30

PUDet 89. 74 85. 34 78. 58 84. 61

AP 分别提升了
 

1. 94%
 

和
 

1. 22% ,表明其能够提供更精

确的表面细节并更好地建模上下文信息。
3)可视化对比

如图 3 所示,在 KITTI 测试集上对检测结果进行了

定性可视化分析。 图中展示了 3 种不同场景的检测结

果,对汽车、行人和骑行者进行了检测结果可视化。 原始
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　 　 　 　 　 表 4　 基线方法与 PUDet 在 nuScenes 验证集上的性能比较

Table
 

4　 Performance
 

comparison
 

on
 

the
 

nuScenes
 

validation
 

set (% )

模型 mAP NDS Car Truck C. V. Bus Trailer Barrier Motor. Bicycle Ped. T. C.

CT3D 59. 5 65. 3 84. 8 53. 7 19. 4 64. 2 55. 4 72. 1 59. 5 24. 8 83. 4 77. 9

PUDet(本文) 62. 1 68. 6 85. 4 55. 1 26. 1 65. 7 55. 3 76. 3 62. 6 27. 1 86. 4 80. 5

表 5　 基线方法与 PUDet 在 KITTI 验证集上针对行人和骑行者检测的性能比较

Table
 

5　 Performance
 

comparison
 

for
 

pedestrian
 

and
 

cyclist
 

detection
 

on
 

the
 

KITTI
 

validation
 

set (% )

模型
行人 骑自行车的人

简单 中等 困难 3D
 

mAP 简单 中等 困难 3D
 

mAP

CT3D 61. 05 55. 57 51. 10 55. 91 89. 01 71. 88 67. 91 76. 27

PUDet 64. 32 57. 33 51. 91 57. 85 91. 62 72. 31 68. 53 77. 49

图 3　 KITTI 测试集的定性结果展示

Fig. 3　 Qualitative
 

results
 

on
 

the
 

KITTI
 

testing
 

set

点云以常规样式呈现,经过 PUDet 增强的前景点云以加

粗样式呈现(具体样式区分参见图 3 图例)。 本文方法

在检测严重遮挡或远距离的前景目标时显著优于基线方

法,这些目标通常仅由稀疏点云表示。 此外,PUDet 生成

的上采样点云揭示了更丰富的上下文信息,从而有效提

升了边界框方向预测的准确性。
3. 3　 几何轮廓优化的效果及影响

　 　 本文通过一系列实验验证了 PUDet 上采样在优化点

云表现方面的显著优势,实验结果如图 4 所示。 第 2 行

与第 4 行分别展示了原始点云和经过优化后的点云结

果。 图 4 可分为 2 部分:左侧 3 列对应简单模式(点云数

量接近或远超 256),而右侧 3 列对应困难模式(点云数

量显著少于 256)。 为进一步量化点云分布的优化效果,
采用均匀性损失指标 Luniform

[47] 进行评估,其中较低的均

匀性损失值表明点云分布更加合理,语义信息表达更加

完整且具有更高的几何描述能力。 上采样操作在优化点

云分布方面展现了显著效果,即使在点数稀少的困难模

式下,均匀性损失也明显降低,相较于真实值更清晰地勾

勒出目标轮廓,从而有效恢复了物体的几何结构并保持

其精确形态。 为直观对比,图 4 的第 1 行同时展示了与

目标对应的图像区域,为点云的几何优化效果提供了进

一步的视觉支撑。 此外,在图 4 的第 3、第 5 和第 6 行分

别可视化了基线方法 CT3D 以及 PUDet 在训练 15 个和

80 个 epoch 后生成的注意力权重。 为提供更直观的演

示,展示中采用候选区域而非柱状区域。 不同点云的标

注样式(参见右侧图例条)对应自注意力层生成的不同

等级注意力权重,直观呈现了模型对目标关键区域关注

程度的差异。
值得注意的是,即使整体点数相近,PUDet 在简单模

式下的前景目标均匀性损失仍小于基线方法;在困难
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图 4　 几何轮廓优化的可视化示例

Fig. 4　 Visualization
 

example
 

of
 

geometric
 

profile
 

optimization

模式下,填补了稀疏区域并均衡点间密度,均匀性损失显

著降低,展现了对几乎无法辨识形状的前景目标进行高

效几何恢复的能力。 此外,相比基线方法,PUDet 分配高

注意力权重的点数量明显更多,随着训练的逐步进行,这
些高权重点逐渐覆盖整个物体。 这表明网络能够有效感

知并突出前景目标的整体形状,揭示了生成式上采样网

络集成对性能提升的关键贡献。

3. 4　 消融实验

　 　 1)柱状区域选择

为进一步验证本文算法中各部分模块的有效性,进
行了一系列消融实验,并使用 KITTI 验证集基于 40 个召

回位置计算的 3D 检测平均精度(AP)作为评估指标。

为了全面评估柱状区域选择模块的有效性,针对其

不同配置进行了实验分析,并量化其对推理速度的影响,
结果如表 6 所示。 与此同时,实验还统计了帧率( frame

 

per
 

second,
 

FPS),用于衡量该模块在优化点云选择的同

时对整体计算效率的影响,以确保在提升检测精度的同

时保持高效的推理性能。 实验表明,随着 Nsample 的增加,
性能呈现出明显的提升。 然而,当 Nsample 过大时,性能增

益趋于递减,同时计算成本显著增加。 例如,当性能仅提

升 0. 33%时,推理时间却从 0. 29
 

s 增加至 0. 41
 

s。 值得

注意的是,过小的 Nsample 值也会对性能产生负面影响,例
如,当 Nsample = 128 时,性能反而低于未使用柱状区域选择

模块的配置。 因此,选择 Nsample = 256 能够在性能与计算

效率之间实现良好的平衡。
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表 6　 柱状区域选择模块的消融实验结果

Table
 

6　 Ablation
 

results
 

of
 

columnar
  

region
 

selection
 

module

柱状区域

提取模块
Nsample

3D 目标检测 / %

简单 中等 困难
FPS

× 91. 23 83. 34 82. 65 0. 21

√ 128 89. 21 81. 69 81. 02 0. 23

√ 256 93. 51 85. 33 84. 02 0. 29

√ 512 93. 97 86. 48 84. 08 0. 41

　 　 2)点云增强模块

为了验证点云增强各组件的有效性,设计了相关实

验,结果如表 7 所示。 第 1 ~ 4 行的结果显示,LDEM 和

DDAM 模块均对 PUDet 的性能提升起到了关键作用。 具

体而言,移除 LDEM 会对简单级别的检测精度产生较大

影响,而移除 DDAM 则显著削弱了困难级别的表现。 这

一现象充分证明了 2 个模块在优化近距离和远距离目标

检测方面的重要性与互补性。

表 7　 点云增强的消融实验结果

Table
 

7　 Ablation
 

experiment
 

results
 

of
  

point
 

cloud
 

enhancement

序号 LDEM DDAM Niter r
3D

 

目标检测 / %

简单 中等 困难

1 × × 92. 34 84. 97 82. 91

2 √ × 2 4 92. 76 85. 12 83. 04

3 × √ 2 4 92. 56 85. 41 83. 86

4 √ √ 2 4 93. 51 85. 33 84. 02

5 √ √ 5 4 93. 82 85. 89 84. 67

6 √ √ 10 4 94. 09 86. 13 84. 98

7 √ √ 2 6 93. 50 85. 47 84. 76

8 √ √ 2 8 93. 67 85. 51 85. 32

　 　 上采样网络中的迭代次数 N iter 对点云增强能力具有

重要影响,如表 7 的第 5 ~ 6 行所示。 当 N iter = 10 时,模型

性能达到最优,这表明通过增加迭代次数以生成更精确

的点云几何结构,有助于检测器更准确地捕获目标细节。
然而,考虑到较高的计算成本,选取 N iter = 2 作为算法的

参数设置,从而在性能提升与计算效率之间实现更合理

的平衡;提高上采样率 r 也有助于增强困难级别目标的

检测性能,但对其他级别的性能提升相对有限,同时会对

实时性造成一定程度的影响。
3)ROI 区域内点云数量

在表 8 中,本文详细分析了上采样后点数对检测性

能的影响。 将 Nafterpu 减少至 128 时,性能明显下降,主要

由于点云数量不足以完整表达目标的关键几何特征,导
致前景特征提取能力受限;而将 Nafterpu 增加至 512,则显

著提升了简单和中等级别的检测性能,这表明更高的点

云密度能够增强目标几何的细节表达。 然而,在困难级

别下,由于点云本身的稀疏性和遮挡问题,额外的点云密

度并未带来显著收益。 综合考虑计算效率与性能之间的

权衡,最终选择将 Nafterpu 设置为 256,以在特征表达能力

与实时性之间实现更优的平衡。

表 8　 超参数 Nafterpu 消融实验结果

Table
 

8　 Hyperparameter
 

Nafterpu
 ablation

  

experiment
 

results

序号 Nafterpu

3D
 

目标检测 / %

简单 中等 困难 3D
 

mAP
FPS

1 128 90. 77 83. 21 82. 07 85. 35 0. 22

2 256 93. 51 85. 33 84. 02 87. 62 0. 29

3 512 94. 39 86. 81 84. 07 88. 42 0. 37

　 　 4)对不同检测器的影响

本文首先在 SECOND 和 PointPillar
 

RPN 中对 PUDet
的性能进行了验证,结果如表 9 所示。 与基线 RPN 方法

相比,PUDet 在中等难度上性能分别提升了
 

3. 57%
 

和
 

5. 38%
 

,表明其在不同网络架构中的适用性和有效性。
为进一步验证 PUDet 的通用性,将其集成到多种基于

LiDAR 的两阶段检测器中进行了验证。 在实验中,采用

一致的特征提取网络,从 3D
 

RoI 内的原始点云中提取点

特征,并将其与 RoI 网格池化特征拼接,以实现检测器的

进一步优化。 作为基础检测器,选择了 PV-RCNN[37] 和
 

CenterPoint-RCNN[7] 进行实验评估。 实验结果如表 10 所

示,PUDet 在多种检测框架中均显著提升了检测性能,进
一步验证了其在复杂场景下的鲁棒性和普适性。

表 9　 不同 RPN 骨干网络消融实验结果

Table
 

9　 Ablation
 

experimental
 

results
 

of
  

different
 

RPN
 

backbone
 

networks

RPN PUDet
3D

 

目标检测 / %

简单 中等 困难 3D
 

mAP

SECOND

PointPillar

× 90. 31 81. 76 78. 88 83. 65

√ 93. 51 85. 33 84. 02 87. 62

× 87. 75 78. 39 75. 18 80. 44

√ 91. 61 83. 77 81. 59 85. 66

　 　 5)模型参数及推理速度

为了更全面地分析生成式点云上采样网络对不同两阶

段基 线 的 影 响, 在 表 11 中 报 告 了 将 PUDet 集 成 到

CenterPoint-RCNN、PV-RCNN 和 CT3D 后的模型参数与推理

速度变化情况。 结果基于 KITTI 验证集,在 IoU 阈值为 0. 5
的条件下报告了模型参数和推理速度等关键性能指标。
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表 10　 4 种不同的基线方法与 PUDet 在 KITTI 验证集的

性能比较

Table
 

10　 Performance
 

comparison
 

of
 

four
 

different
  

baseline
 

and
 

PUDet
 

on
 

the
 

KITTI
 

validation
 

set

基线方法 PUDet 召回位置 车辆 / % 行人 / % 骑行者 / %

PV-RCNN

CenterPoint
-RCNN

PVRCNN

CenterPoint
-RCNN

× 40 86. 37 59. 43 76. 71

√ 40 87. 70 59. 76 77. 30

× 40 85. 32 57. 90 78. 33

√ 40 86. 82 59. 07 78. 51

× 11 83. 79 60. 12 74. 63

√ 11 85. 00 60. 81 74. 79

× 11 82. 13 58. 19 76. 10

√ 11 84. 45 59. 02 76. 14

表 11　 不同基线方法及其结合 PUDet 增强后的性能比较

Table
 

11　 Performance
 

comparison
 

of
 

different
  

baseline
 

and
 

their
 

enhancements
 

with
 

PUDet

基线方法 PUDet 模型参数 / MB 推理速度 / Hz

CT3D

PV-RCNN

CenterPoint-
RCNN

× 7. 85 8. 33

√ 7. 92 3. 45
 

↓4. 88
 

× 13. 12 9. 09

√ 21. 60 2. 78
 

↓6. 31
 

× 9. 67 11. 12

√ 18. 16 4. 54
 

↓6. 58
 

图 5　 在 KITTI 验证集上针对不同距离范围的实验

Fig. 5　 Experiments
 

on
 

the
 

KITTI
 

validation
 

set
for

 

different
 

distance
 

ranges

3. 5　 PUDet 性能分析

　 　 为探究 PUDet 在不同场景中的性能表现,对其在不

同距离和目标密度下进行了详细评估。 评估指标为基于

40 个召回位置计算的 3D 平均精度( AP),涵盖车辆、行
人和骑行者 3 类目标。 正如图 5 和 6 所示,PUDet 在远

距离和稀疏目标上的提升效果最为显著,充分验证了其

在处理稀疏点云方面的优势。 然而,对于极远距离的目

图 6　 在 KITTI 验证集上针对不同目标密度的实验

Fig. 6　 Experiments
 

on
 

the
 

KITTI
 

validation
 

set
for

 

different
 

object
 

densities

标或仅包含极少点数的目标,由于可恢复的细节有限,上
采样网络的增益效果相对受限。

4　 结　 　 论

　 　 本研究提出了一种创新性框架 PUDet,将生成式点

云上采样网络融入判别式 3D 目标检测任务,充分利用生

成模型的先验知识,有效提升了点云的几何结构表达能

力与检测精度。 针对近距离目标,PUDet 优化了点云分

布,增强了几何细节的表达;对于远距离目标,通过对稀

疏点云的密度增强,有效提升了检测性能,尤其在稀疏场

景与遮挡情况下表现尤为优异。 实验结果表明,PUDet
在检测精度和鲁棒性上取得了显著提升,同时展现了生

成式点云上采样网络在复杂 3D 场景中目标识别与定位

任务中的巨大潜力。 通过优化点云几何结构表达与分布

均衡,PUDet 为构建高精度、低成本的自动驾驶感知系统奠

定了坚实基础,并为智能驾驶技术的持续发展提供了重要

支持;还为更复杂、更动态的 3D 场景下的目标检测与定位

问题提供了精细化和高效的解决方案,为下一代智能交通

系统与无人驾驶技术的发展注入了新的可能性。
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